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Echo state neurónové siete sú rekurentné neurónové siete schopné kvalitne a rýchlo sa nau� i�  
predlo�ený � asový rad. Ich u� enie pozostáva z pou�itia pseudoinverznej matice na výpo� et 
výstupných váh. Tieto siete majú ale niekedy problém so stabilitou predikcie. Táto práca sa 
zaoberá otázkou, do akej miery je výkonnos� , stabilita a kvalita predikcie ESN závislá na 
vnútornom poprepájaní neurónov v dynamickom rezervoári. V dynamickom rezervoári ESN 
boli pou�ité siete malého sveta, siete s lokálnymi prepojeniami, mrie�ky a náhodné siete. 
Tieto boli porovnávané s výkonnos� ou dynamického rezervoára s plne prepojenou sie� ou. 
Experimenty s trénovaním funkcie sínus, Mackey-Glass systému a fluktuácie lasera ukazujú, 
�e výkonnos� , stabilita a kvalita predikcie ESN závisí iba minimálne od poprepájania 
neurónov v dynamickom rezervoári. � alej bolo zistené, �e je mo�né podstatne zní�i�  hustotu 
prepojení neurónov v dynamickom rezervoári bez vplyvu na schopnos�  predikcie, � o mô�e 
ma�  prínos pri optimalizácií výpo� tu pseudoinverznej matice. 
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Echo state neural networks are recurrent neural networks capable of accurate and fast learning 
of time series. The learning consists of using pseudo inverse matrix to calculate output 
weights. These networks may have sometimes problem with stability of prediction. This 
thesis is aimed at question, to what extend in performance, stability and quality of prediction 
is ESN training dependent on internal connections of neurons in dynamic reservoir. As 
dynamic reservoir, we used small world networks, networks with local connections, grids and 
random networks. Those were compared with performance of dynamic reservoir with fully 
connected network. Experiments with training on sinus, Mackey-Glass system and fluctuation 
of laser shows, that performance, stability and quality of prediction is minimally dependent on 
connection topology of neurons in dynamic reservoir. Next, we show that density of 
connections of neurons in dynamic reservoir can be cut down substantially without affecting 
quality of prediction, which can be used in optimization of calculation of pseudo inverse 
matrix. 
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Slovník skratiek a pojmov 

NN – Neurónová sie�  (Neural Network) 
RNN – Rekurentná neurónová sie�  (Recurrent neural network) 
TDNN – Neurónová sie�  s � asovým oknom (Time delay neural network) 
ESN – Echo state sie�  (Echo state network) 
DR – Dynamický rezervoár ESN (Dynamical reservoir) 
SWN – Sie�  malého sveta (Small-world network) 
MSE  – Priemerná kvadratická chyba (Mean square error) 
 
Neuróny s plynúcou integráciou (Leaky Integrator Neurons) – kapitola 3.5
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1 Úvod 

Echo state neurónové siete patria k moderným typom rekurentných neurónových sietí. Prvý 
krát bolo ich fungovanie prezentované Herbertom Jaegerom v roku 2001 a od vtedy sú 
skúmané nielen na domovskej univerzite v Brémach ale napríklad aj na našej fakulte 
informatiky. Ich najvä� ším prínosom je redukovanie procesu trénovania rekurentnej siete na 
jednoduchý výpo� et pseudoinverznej matice. Siete s echo stavmi sa pou�ívajú najmä na 
extrapoláciu a predikciu funkcie v � ase. V niektorých prácach [1, 2] bolo ale ukázané, �e sa 
dajú pou�i�  napríklad aj na rozpoznávanie vzorov. Medzi úlohy, na ktoré boli aplikované 
patria napríklad generátory sínusových signálov, rozpoznávanie vlnových signálov, 
rozpoznávanie slov, dynamické rozpoznávanie vzorov, meranie frekvencie, riadenie 
nelineárnych prevádzok, spektrálna analýza a chaotické atraktory. 
 
Základným fenoménom sietí s echo stavmi je ich schopnos�  krátkodobej pamäte, ktorá je 
závislá najmä od po� tu neurónov v sieti. Hlavným výpo� tovým procesom v u� ení sietí s echo 
stavmi na danú úlohu je lineárna regresia alebo inak povedané minimalizácia štandardnej 
kvadratickej chyby. Tento výpo� et sa vä� šinou deje raz a to po pou�ití trénovacej mno�iny 
údajov. Existujú metódy pomocou ktorých je mo�né upravova�  schopnosti sietí s echo stavmi 
aj po� as aktívnej fázy generovania výstupu. Tieto metódy, opísané v [3, 4] majú v sú� asnosti 
problémy s rýchlos� ou konvergencie, preto je ich pou�itie obmedzené. 
 
Táto práca sa zaoberá otázkou, do akej miery závisia schopnosti ESN predikova�  funkciu od 
topológie prepojenia vnútorných neurónov siete. Pre túto úlohu boli zvolené viaceré druhy 
topológie ako je sie�  malého sveta, škálovate� né siete, siete s lokálnymi prepojeniami, 
náhodné siete, a viaceré druhy mrie�ok. Jednotlivé topológie boli pou�ité v ESN a trénované 
na zvolené úlohy. Výsledky boli porovnávané s oh� adom na schopnosti predikcie, stabilitu 
predikcie, závislosti schopností predikcie od po� tu prepojení medzi neurónmi v sieti a od 
po� tu neurónov v sieti. 
 
Práca za� ína predstavením neurónových sietí, definovaním sietí s echo stavmi a spôsobom 
trénovania a testovania takýchto sietí. Pokra� uje kapitolou zameranou na vlastnosti sietí 
malého sveta, generovaním sietí malého sveta a opisom parametrov, ktoré ur� ujú typ siete. 
Nasledujú opisy 	 alších druhov sietí, spôsob ich generovania a zobrazenie ich parametrov 
v porovnaní so sie� ami malého sveta. 
 
V kapitole � íslo 6 sú výsledky jednotlivých pokusov, ktoré ukazujú schopnos�  predikcie pre 
konkrétne typy topológií a po� ty neurónov v ESN. Uskuto� nené boli predikcie pre funkciu 
sínus, kvázináhodnú postupnos�  Mackey-Glass a � asovú postupnos�  kolísania vy�arovania 
infra� erveného lasera. 
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2 Neurónové siete 

Neurónové siete vznikli pôvodne na vytvorenie výpo� tového modelu mozgu a nervového 
systému biologických systémov. Štúdiom nervových buniek a interakcie medzi nimi vznikol 
model neurónovej siete. Tento model je zjednodušeným modelom skuto� ných nervových 
buniek v mozgu a v nervovom systéme. Výsledné zjednodušené nervové bunky � asto neslú�ia 
na simuláciu skuto� ných procesov v nervových systémoch ale majú fungova�  ako výpo� tový 
systém s odlišným spôsobom výpo� tu od toho aký sa pou�íva v � íslicových po� íta� och. 
Priblí�ením spôsobu výpo� tu bli�šie k biologickým systémom sa veda pokúša rozšíri�  oblasti 
pou�itia výpo� tových systémov a rieši�  aj také problémy, ktoré sa be�nými algoritmami dajú 
rieši�  iba z � asti alebo vôbec nie. Neurónové siete sú dnes pou�ívané v mnohých oblastiach 
kde treba nau� i�  po� íta�  na � innosti pre ktoré nie sú vytvorené algoritmy ale je nám známy 
o� akávaný výstup. Neurónová sie�  tak tvorí � iernu skrinku ktorá si vnútorne vytvára 
súvislosti medzi vstupom a o� akávaným výstupom bez toho aby sme museli vytvára�  
algoritmus výpo� tu. 

 
Neurónová sie�  je zlo�ená z uzlov, neurónov, ktoré vykonávajú jednoduchú operáciu. 
V najbe�nejšom modeli viacvrstvových sietí s dopredným šírením neurónové siete dostanú 
príklady so vstupom a o� akávaným výstupom, na ktoré sú u� ené. Potom sú tieto siete schopné 
správne odpoveda�  aj na iné vstupy alebo správne ur� ova�  vzory, ktoré sú odlišné od 
nau� ených. Tieto neurónové siete pracujú ako univerzálny aproximátor a doká�u modelova�  
s danou presnos� ou � ubovo� nú spojitú funkciu, ak dostanú správne vzory na u� enie. Sú teda 
univerzálny prostriedok na regresnú analýzu. Problém nastáva pri správnom ur� ení 
parametrov neurónovej siete ako hodnôt váh a po� tu neurónov. 

2.1 Model neurónu v neurónových sie � ach 
 

Neurón je základným prvkom neurónovej siete. Jeho obsahom je nieko� ko parametrov, ktoré 
spolu tvoria funkciu zobrazujúcu vstup neurónu na výstup neurónu. Neuróny sú v neurónovej 
sieti vzájomne poprepájané tak, �e vstup jedného neurónu je výstupom iného neurónu. 
Prepojenie neurónov v neurónovej sieti tvorí jej štruktúru a ur� uje aj typ neurónovej siete. 
Prepojenie neurónov v sieti býva vä� šinou pevne dané a menia sa iba váhy týchto prepojení. 
Aj architektúra prepojenia ale mô�e by�  objektom optimalizácie pri evolúcii siete. 

 
Neurón mô�e ma�  r vstupov. Ka�dý vstup neurónu má priradenú vlastnú váhu. Ve� kos�  
jednotlivých vstupov sa násobí priradenými váhami a takto upravené vstupy sa s� ítajú. 
K výslednej sume je pripo� ítaný prahový koeficient neurónu. Na takto vypo� ítaný potenciál 
neurónu je aplikovaná prechodová funkcia t(x), ktorá zobrazí celý reálny priestor do 
ohrani� enej mno�iny, naj� astejšie (-1,1) alebo (0,1). Takto vypo� ítaná aktivita neurónu je 
vstupom pre 	 alšiu vrstvu neurónov. 
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2.2 Definícia neurónovej siete 
Neurónová sie�  je definovaná ako orientovaný graf G = (V,E). Výrazy V = {v1, v2, ..., vN} 
a E={e1, e2, ..., eM} ozna� ujú neprázdnu vrcholovú mno�inu resp. hranovú mno�inu grafu G 
obsahujúceho N vrcholov (neurónov) a M hrán (spojov). Ka�dý spoj eÎ E sa interpretuje ako 
usporiadaná dvojica dvoch neurónov z mno�iny vrcholov, e=(v,v‘). Hovoríme, �e spoj e 
za� ína v neuróne v a kon� í v neuróne v‘. Mno�ina neurónov V je rozlo�ená na disjunktné 
podmno�iny V = VI È VH È VO, kde VI obsahuje NI vstupných neurónov, ktoré sú susedné 
len s vychádzajúcimi hranami, VH obsahuje NH skrytých neurónov, ktoré sú susedné sú� asne 
s vychádzajúcimi ako aj s vchádzajúcimi hranami. Mno�iny V I a VO sú neprázdne, t.j. 
neurónová sie�  obsahuje v�dy aspo
  jeden vstupný a jeden výstupný neurón. 
 
Pre acyklické neurónové siete ktoré neobsahujú orientované cykly sú neuróny usporiadané do 
vrstiev L1, L2, ..., Lt, kde L1=VI je vstupná vrstva ktorá obsahuje len vstupné neuróny L2, ..., 
Lt-1 sú skryté vrstvy a Lt je výstupná vrstva. Vrstva Li je ur� ená spôsobom Li={v Î V; d(v)= 
i+1} kde vzdialenos�  d(v) sa rovná d��ke maximálnej cesty, ktorá spája daný neurón so 
vstupným neurónom, potom platí d(v)=0 pre vÎ V I. Neurónová sie�  ur� ená acyklickým 
grafom je obvykle volená tak, �e neuróny z dvoch susedných vrstiev sú poprepájané všetkými 
mo�nými spôsobmi. Takýto rozklad mno�iny neurónov na vrstvy je mo�ný iba pre neurónové 
siete reprezentované acyklickými grafmi. Pre cyklické grafy vzdialenos�  d(v) mô�e 
nadobúda�  � ubovo� nú kladnú celo� íselnú hodnotu. 

 
Neuróny a spoje neurónovej siete sú ohodnotené reálnymi � íslami: Ka�dý neurón je 
ohodnotený dvoma rôznymi parametrami, a to prahovým koeficientom ui a aktivitou xi. Spoje 
neurónovej siete sú ohodnotené váhovými koeficientmi wij. Aktivity skrytých a výstupných 
neurónov sú ur� ené vz� ahom xj = t(xi), xi = � wijxj + vj, kde sumácia be�í cez neuróny, ktoré 
sú predchodcami neurónu vi, Veli� ina xi sa nazýva potenciál neurónu vi. Prechodová 
(aktiva� ná) funkcia t(x)  je v typickom prípade monotónne rastúca funkcia, ktorá vyhovuje 
nasledujúcim dvom asymptotickým podmienkam: t(x)® A pre x® -¥  a t(x)® B pre x®¥ , kde 
-¥ <A<B<¥ . V teórii neurónových sietí sa � asto vyu�íva nasledujúca sigmoidálna funkcia. 
 

x

x

x
-

-

+
+

=
e
AeB

t
1

)(  

 
Táto prechodová funkcia zobrazuje celú mno�inu reálnych � ísel R na otvorený interval (A,B). 
Naj� astejšie sa prechodová funkcia vyu�íva pre hodnoty (-1,1) alebo (0,1). 

 
Sie�  dostane ako vstup aktiva� ný vzor pre svoje vstupné jednotky (vstupné aktivity). 
Aktivácie sa šíria dopredu zo vstupných jednotiek cez jednu alebo viac skrytých vrstiev cez 
spojenia ohodnotené váhami, a� skon� ia vo výstupných jednotkách. Aktivácie sú v priebehu 
šírenia z neurónu na neurón násobené váhami spojenia, cez ktoré putujú, a potom sú s� ítané 
spolu s ostatnými vstupujúcimi aktiváciami. Tento sú� et je potom spracovaný aktiva� nou 
funkciou. Takto vytvorená aktivácia sa potom rovnakým spôsobom šíri 	 alej a� do 
výstupného neurónu. Aktivácie výstupných neurónov sú zakódovanou odpove	 ou siete na 
vstup. 

 
Neurónovú sie� , ktorá obsahuje váhy a prahové koeficienty mô�eme chápa�  ako funkciu ktorá 
priradí vstupnej aktivite xI (deskriptor) výstupný vektor aktivít xO (klasifikátor) s hodnotami 
zlo�iek z otvoreného intervalu (A, B). Skryté aktivity xH nie sú vo výsledku dôle�ité a hrajú 
iba rolu medzivýsledkov. Vstupné aktivity sú ur� ené deskriptorom, preto ich pokladáme za 
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fixované. Aktivity skrytých neurónov z druhej vrstvy L2 mô�eme teraz spo� íta�  len s pou�itím 
vstupných aktivít z vrstvy L1. Vo všeobecnosti pre výpo� et aktivít z vrstvy Li musíme pozna�  
len aktivity z  vrstiev L1, L2, ..., Li-1. Týmto rekurentným spôsobom postupne spo� ítame 
aktivity všetkých neurónov. V	 aka tomu sa pre neurónové siete reprezentované acyklickým 
grafom zau�íva názov neurónové siete s dopredným šírením (feed-forward neural networks). 
Takýto rekurentný spôsob výpo� tu je mo�ný iba pre siete reprezentované acyklickým grafom. 
V prípade, �e graf obsahuje orientované cykly tento postup nie je pou�ite� ný. Rovnice sú 
v tomto prípade spriahnuté a nelineárne a proces je komplikovanejší. 

 
Vo vä� šine aplikácií sa sie�  u� í  správne mapovanie medzi vstupnými a výstupnými vzormi 
pomocou u� iaceho algoritmu. Nastavenie váhových koeficientov neurónových sietí bolo dlho 
ve� kým problémom, a� do objavenia jednoduchého gradientového algoritmu nazývaného 
backpropagation. Typicky sú váhy spo� iatku nastavené na malé hodnoty. Potom je mno�ina 
trénovacích vzorov postupne zadávaná do siete. Potom, � o ka�dý vstup prešiel sie� ou a pre 
ka�dý vzor bol vyprodukovaný výstup, u� ite�  porovná aktivácie jednotlivých výstupných 
jednotiek zo správnymi hodnotami. Váhy siete sú potom nastavené tak, aby sa � o najviac 
zmenšil rozdiel medzi výstupom siete a správnym dopredu známym výstupom. Ka�dá iterácia 
tejto procedúry je trénovacím cyklom, prebehnutie trénovacích cyklov cez všetky vzory 
trénovacou mno�inou je trénovacou epochou. Takýchto epoch je na nau� enie siete typicky 
potrebných rádovo cez desa�  tisíc. 
 
Okrem najjednoduchšej gradientovej metódy najvä� šieho spádu sa � asto pou�ívajú aj iné 
metódy, ako metóda spriahnutých gradientov, Levenberg-Marquardtova metóda apod. No aj 
jednoduchšia metóda najvä� šieho spádu sa stále pou�íva naj� astejšie. Ostatné metódy sú síce 
rýchlejšie, ale mô�u sa � ahšie preu� i�  alebo spadnú�  do lokálneho minima. Preu� enie 
znamená, �e neurónová sie�  doká�e perfektne odpoveda�  na vstupy z tréningovej mno�iny ale 
na vstupy z testovacej mno�iny odpovedá nesprávne a zlyháva. Podobný problém � asto 
nastáva aj pri pou�ití evolu� ných optimaliza� ných algoritmov na nastavenie parametrov 
neurónovej siete. 

2.3 Architektúra rekurentných neurónových sietí 
Viacvrstvové dopredné NN spracúvajú informácie vykonaním pevnej transformácie z jedného 
priestoru reprezentácie na iný. Sú teda schopné nau� i�  sa spája�  predlo�ené vstupy s 
po�adovanými výstupmi. Napríklad sú schopné nau� i�  sa asociova�  vektory A, B, C, D zo 
vstupného priestoru RIN s vektormi � , 
 , �  z výstupného priestoru ROUT, na základe 
trénovacích párov A® � , B® 
 , C® � , D® � . Takto natrénovaná sie�  bude potom realizova�  
zobrazenie F: RIN® ROUT

 tak, �e F(A) = � , F(B) = 
 , F(C) = � , F(D) = � . Trénovacie páry 
definujú ur� itú priestorovú štruktúru na priestore RIN a ROUT. 
 
Pokia�  je k jednému vstupu priradených viacero výstupov v závislosti od � asového kontextu, 
NN musí by�  rozšírená o mo�nos�  reprezentova�  � asový kontext – históriu predkladaných 
vstupov a históriu vnútorných stavov siete, aby bola schopná korektne rozhodnú�  o výstupe 
[5]. 
 
Najjednoduchším riešením je pridanie � asového okna do doprednej siete – TDNN. Táto 
architektúra ešte nepredstavuje rekurentnú sie� . Jedná sa iba o uchovávanie N vstupných 
vzorov z trénovacej mno�iny, ktoré sa naraz predkladajú sieti. U� enie siete sa potom mô�e 
vykonáva�  rovnakými algoritmami ako klasické dopredné siete. Výhodou TDNN je relatívna 
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jednoduchos� . Ve� kou nevýhodou je nedostato� ná sila na zvládnutie všeobecných trénovacích 
údajov s � asovou štruktúrou [5]. 
 
Vo všeobecnosti za RNN mô�eme pova�ova�  takú NN, v ktorej ur� ité neuróny uchovávajú 
informáciu o svojich predchádzajúcich aktivitách [5], teda hodnoty na výstupe rekurentných 
neurónov sa v niektorom z nasledujúcich � asových krokov pripoja k vstupnému vektoru. NN 
sa takto rozširuje o vnútornú pamä� . 
 
� alšie detaily z pou�itia RNN nie sú pre túto prácu podstatné, ke	 �e je zameraná hlavne na 
jeden typ RNN popísaný detailne v nasledujúcej kapitole. 
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3 Echo state neurónové siete 

Echo state siete (ESN), teda neurónové siete s echo stavmi, sú siete zlo�ené zo štandardne 
reprezentovaných rekurentne prepojených neurónov trénované špeciálnym spôsobom. Ich 
vzájomné váhy sú pevne stanovené u� pred za� iatkom trénovania a zmena váh sa uskuto�
 uje 
iba na prepojeniach od neurónov v ESN smerom k výstupu. Spôsob akým pracuje ESN 
prvýkrát predstavil Herbert Jaeger vo svojej práci [3] v roku 2001. V 	 alších nadväzujúcich 
prácach ukázal, �e tento spôsob prístupu k zostrojeniu a trénovaniu neurónovej siete je pre 
niektoré úlohy ve� mi efektívny. 
 
ESN pracuje na rozdiel od be�ných rekurentných sietí z vä� ším mno�stvom neurónov, ktoré 
sú navzájom � ubovo� ne prepojené a nevytvárajú tak �iaden typ viacvrstvovej topológie. Kým 
v be�ných rekurentných sie� ach sa pracuje s jednotkami, maximálne desiatkami neurónov, pri 
ESN prístupe je mo�né efektívne vyu�i�  aj siete s 500 rekurentnými neurónmi, ktoré tak 
prinášajú mo�nos�  pou�i�  rekurentné neurónové siete pre širší okruh problémov s � asovou 
nadväznos� ou. Popis a vnútorné fungovanie ESN v nasledujúcom texte je v súlade s prácou 
Jaegera [3]. 

3.1 Konštrukcia ESN 
ESN je tvorená rovnako ako ostatné typy rekurentných neurónových sietí zo vstupných, 
výstupných a vnútorných rekurentných neurónov. ESN je teda zlo�ená z K vstupných 
neurónov, N vnútorných neurónov a L výstupných neurónov. Aktivácie vstupných neurónov 
v � ase n tvoria vektor u(n) = (u1(n), u2(n), ..., uK(n)), aktivácie vnútorných neurónov tvoria 
vektor x(n) = (x1(n), x2(n), ..., xN(n)), a aktivácie výstupných neurónov tvoria vektor 
y(n) = (y1(n), y2(n), ..., yL(n)). Váhy prepojení medzi vstupnými neurónmi a vnútornými 
neurónmi vytvárajú maticu Win s rozmermi N ´  K. Rekurentné prepojenia medzi vnútornými 
neurónmi tvoria maticu W s rozmermi N ´  N. Matica váh prepojení medzi vnútornými 
neurónmi a výstupnými neurónmi Wout má rozmery L ´  (K + N + L). Prepojenia smerujúce od 
výstupných neurónov smerom k vnútorným neurónom tvoria maticu Wback s rozmermi N ´  L. 
V prípade matice Wout je zrejmé, �e mô�u existova�  prepojenia smerujúce priamo od 
vstupných neurónov k výstupným neurónom a rovnako aj prepojenia medzi samotnými 
výstupnými neurónmi. Všetky váhy sú reprezentované reálnymi � íslami v intervale (-1,1). Na 
obrázku 3.1 je zobrazená štruktúra siete s echo stavmi. 
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Obr. 3.1 Štruktúra ESN. Bodkované šípky ozna� ujú prepojenia, ktoré mô�u ale nemusia existova� . [3] 
 
Aktivácie jednotlivých neurónov vnútornej siete sú po� ítané nasledujúcim vz� ahom 
 
 ))()()1(()1( nyWnWxnuWfnx backin +++=+  (3.1) 
 
kde f(...) je funkcia zobrazujúca reálne � ísla na interval (-1,1). V tomto prípade budeme 
pou�íva�  funkciu tanh(). Pre výpo� et aktivácií výstupných neurónov pou�ijeme vz� ah 
 
 )))(),1(),1((()1( nynxnuWfny out ++=+  (3.2) 
 
kde u(n + 1), x(n + 1), y(n) je zre� azenie vektorov aktivácií vstupných, vnútorných 
a výstupných neurónov. 

3.2 Vlastnos �  echo stavov 
 
Vnútorné rekurentné neuróny a ich váhové koeficienty sa ozna� ujú aj ako „dynamický 
rezervoár“ (dynamical reservoir), 	 alej len DR. Tento DR tvorí maticu W, ktorá sa na 
za� iatku trénovania náhodne vygeneruje a transformuje tak, aby sp�
 ala podmienku existencie 
echo stavov. Existenciu echo stavov definujeme ako vlastnos�  siete v nasledujúcom texte. 
 
Definícia 3.1 (Echo stavy): Predpokladajme nenatrénovanú ESN sie�  s váhovými 
koeficientmi synaptických prepojení Win, W a Wback, ktorá je riadená u� iacim vstupným 
signálom u(n) a nanúteným výstupným signálom d(n). Sie�  špecifikovaná ako usporiadaná 
trojica (Win,W, Wback) má vlastnos�  echo stavov, ak pre ka�dú z� ava neohrani� enú vstupno-
výstupnú postupnos�  (u(n), d(n – 1)), kde n = …,-2,-1,0 a pre všetky mo�né rôzne postupnosti 
stavov siete x(n), x’(n) kompatibilné so vz� ahmi: 
 
 x(n+1) = f(Win u(n+1) + W x(n) + Wback d(n))  (3.3) 
 x‘(n+1) = f(Win u(n+1) + W x‘(n) + Wback d(n)) 
 
platí, �e x(n) = x‘(n) pre všetky n £  0 [3]. 
 
Vlastnos�  echo stavov teda znamená, �e pokia�  ESN pracuje dos�  dlhý � asový interval, jej 
aktuálny stav je jednozna� ne ur� ený iba históriou vstupov a výstupov, ktorých echo 
predstavuje. Znamená to, �e sie�  postupne zabúda svoj po� iato� ný vnútorný stav. Existencia 
echo stavov je prepojená na algebrické vlastnosti matice W. Zatia�  však neexistuje 
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podmienka, ktorá by ur� ovala existenciu echo stavov. Mô�eme iba poveda�  podmienku na 
neexistenciu echo stavov, ktorá je uvedená v nasledujúcej vete. 
 
Veta 3.1: Predpokladajme nenatrénovanú sie�  špecifikovanú usporiadanou trojicou 
(Win, W, Wback) s aktualizáciou stavov pod� a vz� ahu 3.1. Nech matica váh W má spektrálny 
polomer (angl. spectral radius) |l max| > 1, kde |l max| predstavuje najvä� šiu absolútnu hodnotu  
z  vlastných vektorov matice W. Potom platí, �e pre príslušnú sie�  neexistujú echo stavy [3]. 
 
V praxi bolo konzistentne zatia�  v�dy potvrdené, �e sie� , ktorej matica W má spektrálny 
polomer menší ako 1, teda nesp�
 a podmienku v predchádzajúcej vete, reprezentuje sie�  
s echo stavmi. Vyplýva z toho, �e pre prítomnos�  echo stavov je rozhodujúca matica W 
a hodnoty váh z matíc Win a Wout vlastnos�  echo stavov neovplyv
 ujú. Hodnoty týchto váh ale 
zna� ne ovplyv
 ujú samotnú dynamiku siete. Hodnota spektrálneho polomeru matice W je 
dôle�itým parametrom, ktorého zvolenie je k� ú� ové pre úspešnos�  trénovania ESN. 
Spektrálny polomer náhodne generovanej matice musí by�  pred pou�itím tejto matice 
modifikovaný na po�adovanú hodnotu ozna� ovanú aj ako škálovací koeficient �  [3]. 
 
Postup, ktorý zabezpe� í vytvorenie siete s echo stavmi: 
 

1. Náhodne generujeme maticu interných váh W0. 
2. Normalizujeme maticu W0 na maticu W1 tak �e, vynásobíme ka�dý prvok v matici 

hodnotou 1/|l max|, kde |l max| je spektrálny polomer matice W0. Tým bude ma�  matica 
W1 spektrálny polomer rovný 1. 

3. Naškálujeme maticu W1 na maticu W = �  W1, kde �  < 1 je škálovací koeficient. Týmto 
docielime, �e matica W bude ma�  spektrálny polomer rovný � . 

4. Týmto získame nenatrénovanú sie�  (Win, W, Wback) v ktorej je podmienka echo stavov 
splnená bez oh� adu na to ako zvolíme matice Win a Wback. 

 
Vo� ba spektrálneho polomeru matice váh medzi vnútornými neurónmi W je jednou 
z k� ú� ových rozhodnutí pre úspešné trénovanie ESN. Je to preto, �e škálovací koeficient �  je 
silno prepojený na � asovú dynamiku dynamického rezervoára. Malá hodnota �  znamená, �e 
dynamický rezervoár sa správa rýchlejšie vzh� adom na echo svojho stavu, teda má menší 
sklon k echu svojho stavu a vä� ší sklon k echu vstupných a výstupných neurónov. Naopak 
ve� ké hodnoty škálovacieho koeficientu znamenajú pomalšiu dynamiku DR. V tomto prípade 
sa echo stáva signifikantnejšie a vstupné a výstupné neuróny majú menší vplyv na nasledujúci 
stav siete. Preto je dôle�ité aby škálovací koeficient aspo
  pribli�ne zodpovedal rýchlosti 
konkrétnej úlohy pre ktorú budeme ESN trénova� . Ak napríklad chceme trénova�  ESN na 
úlohu generátora funkcie sínus, budeme voli�  malé �  pre vyššie frekvencie a ve� ké �  pre 
ni�šie frekvencie. 
 
Z doterajších pozorovaní vyplýva, �e � asová škála DR závisí exponenciálne od � ísla 1 – � . To 
znamená, �e postupná zmena napríklad �  = 0,99, 0,98, 0,97 spôsobí nie lineárne ale 
exponenciálne zrýchlenie dynamického rezervoára. Tieto zistenia sú zalo�ené na empirickom 
pozorovaní. Príklad, ktorý to ilustruje sa nachádza napríklad v kapitole 4.2 v práci [3]. 

3.3 Trénovanie ESN 
Po konštrukcii a vytvorení dynamického rezervoára v ESN, teraz popíšeme postup pri 
trénovaní ESN. Predpokladáme, �e výstupné neuróny sú sigmoidné a �e existujú prepojenia 
od výstupných neurónov do dynamického rezervoára. V prípade zjednodušení napríklad 
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nahradením sigmoidných neurónov za lineárne alebo odstránením spätných prepojení je 
potrebné zrejmým spôsobom upravi�  uvedené vz� ahy. 
 
Dané: Trénovacia postupnos�  vstupov a výstupov pre T krokov zoradená do vektorov u(T) 
a d(T). 
 
Po�adovaný výsledok: Natrénovaná ESN (Win, W, Wback, Wout), ktorej výstup y(n) aproximuje 
trénovaciu postupnos�  výstupu, ke	  je riadená trénovacím vstupom u(n) privedeným na 
vstupné neuróny. 
 
Treba poznamena� , �e vzh� adom na to, �e sie�  za� ína pri trénovaní v istom vnútornom 
po� iato� nom stave, ktorého vplyv na vnútornú dynamiku sa odstráni a� po nieko� kých 
krokoch pou�itia trénovacích dát, je nutné upravi�  našu po�iadavku, tak �e od ESN 
nepo�adujeme aproximáciu trénovacieho výstupu od prvého mo�ného prvku trénovacej 
postupnosti, ale a� po istom po� te iterácií T0 > 1. V závislosti od typu riešenej úlohy 
a rýchlosti dynamického rezervoára sa T0 pohybuje od 10 krokov pre malé siete s rýchlou 
dynamikou a� po 500 krokov pri ve� kých sie� ach s pomalou dynamikou. 
 
To, � o v skuto� nosti o� akávame od natrénovanej siete nie je aproximovanie trénovacích 
signálov na výstupe, ale dobrá aproximácia výstupu z testovacej mno�iny, ktorá obsahuje 
nezávislé dáta generované tým istým zdrojom ako trénovacie dáta. To, ako dobre doká�eme 
natrénova�  sie�  na trénovacie dáta potom ovplyv
 uje aj schopnos�  aproximova�  s ur� itou 
ni�šou presnos� ou aj testovacie dáta. Ako pri ka�dom modeli s neurónovým sie� ami aj tu 
hrozí preu� enie siete a preto treba správne voli�  ve� kos�  siete aj ve� kos�  trénovacích dát. 
 
Prvý krok  pri trénovaní ESN je vytvorenie nenatrénovanej siete, ktorej prepojenia 
vnútorných neurónov vytvárajú dynamický rezervoár s echo stavmi. Postup ako vytvori�  
takúto sie�  bol opísaný v predchádzajúcej kapitole. Treba ešte doplni� , �e váhové matice Win 
a Wback generujeme rovnako náhodne ako maticu W0 s jednotlivými váhami v intervale (-1,1). 
Ve� kos�  N matice W0 by mala korešpondova�  s obtia�nos� ou úlohy a rovnako s po� tom 
krokov v tréningovej sekvencii, tak aby ve� kos�  N bola pribli�ne v rozmedzí T/10 a� T/2, kde 
T je sú� et inicializa� ných a trénovacích krokov. Výber škálovacieho koeficientu je 
rozhodujúci a oby� ajne ho treba ru� ne doladi�  vyskúšaním viacerých mo�ností. Dôle�itým 
prvkom pri reakciách siete je aj vo� ba váh matice Win. Ve� ké hodnoty váh matice Win 
znamenajú, �e sie�  bude silno riadená vstupom, malé hodnoty znamenajú, �e sie�  bude 
vstupom riadená iba v obmedzenej miere a jej dynamický rezervoár sa bude pohybova�  okolo 
nulového stavu. V tomto druhom prípade pracujú neuróny v lineárnej � asti sigmoidu, to 
znamená, �e sie�  pracuje vä� šinu � asu s lineárnou dynamikou. Pri vä� ších váhach vo Win sa 
stavy neurónov posúvajú bli�šie k saturácií a nelineárnej � asti sigmoidnej funkcie. Ich 
správanie je teda viac nelineárne. V extrémnom prípade, ak sú váhy v matici Win príliš ve� ké, 
neuróny v dynamickom rezervoári sa zmenia na � isto binárne spína� e so stavmi -1 a 1. Je teda 
dôle�ité odladi�  aj túto � as� , najlepšie vyskúšaním viacerých mo�ností. 
 
Druhý krok  pozostáva z inicializácie a trénovania siete, teda privádzaní trénovacích dát na 
vstupy a výstupy a ukladania príslušných stavov vnútorných neurónov do matice 
reprezentujúcej stavy siete v rôznych � asových okam�ikoch: 
 

1. Inicializácia siete do po� iato� ného stavu, zvy� ajne nulového, teda x(0) = 0. 
2. Privádzanie trénovacích dát postupne na vstupy a výstupy siete pre kroky n = 0, ..., T 

a po� ítanie vnútorného stavu siete pod� a vz� ahu 
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 x(n+1) = f(Win u(n+1) + W x(n) + Wback d(n))  (3.3) 
 
 kde u(n+1) je trénovací vstup siete v � ase n+1 a d(n)  je trénovací výstup v � ase t. 

3. V � ase n = 0, pre ktorý výstup nie je definovaný pou�ijeme d(0) = 0. 
4. Pre ka�dý prípad, kde n > T0 zaznamenáme vnútorný stav neurónov siete ako nový 

riadok do zbernej matice stavov M. Na konci trénovacej � asti tak budeme ma�  maticu 
s (T  – T0 + 1) riadkami a (K + L + N) st�pcami. 

5. Rovnako pre � asy n > T0 zaznamenáme aj po�adované výstupné stavy d(n) 
invertované cez pou�itú sigmoidnú funkciu, teda v tomto prípade tanh-1d(n). Ka�dý 
� asový krok bude prestavova�  jeden riadok v zbernej matici trénovacieho výstupu T. 
To znamená, �e matica T bude ma�  (T  – T0 + 1) riadkov a L st�pcov. 

 
Tretí krok  pozostáva vo vypo� ítaní váh smerujúcich z dynamického rezervoára na výstup v 
matici Wout, ktorým zav�šime trénovanie ESN. Výpo� et uskuto� níme na základe vz� ahu: 
 
 (Wout)t = M -1T (3.4) 
 
Pre výpo� et matice (Wout) t je teda potrebné vypo� íta�  pseudoinverznú maticu M -1 k matici M. 
Výpo� et pseudoinverznej matice patrí k základným úlohám ka�dej programovej kni�nice na 
prácu s maticami. Pre získanie matice Wout transponujeme maticu (Wout) t. 
 
Štvrtý krok  je samotné testovanie ESN. Sie�  (Win, W, Wback, Wout) je u� pripravená na 
pou�itie. Mô�eme teda pou�i�  testovacie vstupy u(n) pou�itím vz� ahov (3.1) a (3.2). 
 
 ))()()1(()1( nyWnWxnuWfnx backin +++=+  (3.1) 
 
 )))(),1(),1((()1( nynxnuWfny out ++=+  (3.2) 
 
Ak pou�ijeme zjednodušenú verziu siete, pri ktorej neuva�ujeme vzájomné prepojenia medzi 
výstupnými neurónmi, tak pri zbieraní stavov siete zaznamenávame iba stavy vstupných 
a vnútorných neurónov a matica Wout bude ma�  rozmery (K + N) ´ L. Potom sa výpo� et 
výstupu (3.2) upravuje na vz� ah: 
 
 )))1(),1((()1( ++=+ nxnuWfny out  (3.5) 
 
Ak uva�ujeme o ESN bez vstupných neurónov a zárove
  bez rekurentných prepojení medzi 
výstupnými neurónmi, matica Wout bude ma�  rozmery N ́ L a výpo� et vnútorného stavu po� as 
trénovania (3.3) sa upravuje na vz� ah: 
 
 x(n+1) = f(W x(n) + Wback d(n))  (3.6) 
 
Výpo� et vnútorného stavu po� as testovania potom bude: 
 
 ))()(()1( nyWnWxfnx back+=+  (3.7) 
 
Výpo� et výstupu po� as testovania sa zjednoduší na vz� ah: 
 
 ))1(()1( +=+ nxWfny out  (3.8) 
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3.4 Mo�nosti optimalizácie výkonu ESN 
Modelovanie pomocou � iernej skrinky akou je aj ESN zo sebou prináša súvisiace problémy 
týkajúce sa optimalizácie. Ke	 �e � ierna skrinka spôsobuje, �e úloha je riešená bez toho aby 
sme presne poznali fundamenty ktoré jej riešenie zabezpe� ujú, je potrebné zaobera�  sa 
modelom ako takým a rieši�  jednotlivé detaily, tak aby bola úloha riešená � o najlepšie. 
 
Úspešnos�  modelovania je zásadne závislá na skrytej dynamike systému. Ak je napríklad 
výstupný signál pomalý, musí toto rovnako reflektova�  aj dynamický rezervoár siete a mal by 
vykazova�  pomalé echo, tak aby bol schopný tento signál generova�  na výstupe. Ak je 
po�adovaný výstup siete nelineárny, mala by sa tak správa�  aj interná dynamika siete. Bez nej 
by toti� sie�  nedokázala po�adovaný výstup poskytnú� . Preto je pri návrhu parametrov 
potrebné bra�  do úvahy známe vplyvy na dynamiku, rýchlos�  a nelinearitu siete. V správnom 
návrhu nám mô�u pomôc�  nasledujúce mo�nosti kontroly stavu siete a modifikácie ESN, 
ktoré rozširujú pou�itie ESN na � a�šie alebo problematické úlohy. 

Kontrola interných aktivít a váh 
Základným prvkom kontroly správania sa siete, je zobrazenie aktivít vnútorných neurónov. 
Táto mo�nos�  je obzvláš�  u�ito � ná ak sa sie�  správa neštandardne a nedosahuje po�adované 
výsledky. Na grafoch mô�eme potom objavi�  jeden z týchto problémov: 
 

Rýchle oscilácie. V úlohách, ktoré nevy�adujú rýchle oscilácie znamená toto 
pozorovanie, �e sme pou�ili príliš ve� ký škálovací koeficient a výsledná váhová 
matica W obsahuje príliš ve� ké hodnoty váh. Tie� toto mô�e indikova�  príliš ve� ké 
hodnoty váh smerujúce z výstupu do dynamického rezervoára. Na odstránenie 
problému je potrebné naškálova�  váhy v postihnutých maticiach do menšieho 
rozptylu. 
 
Takmer saturované stavy neurónov. Ak sa stane, �e neuróny nadobúdajú skoro stále 
iba stavy blí�iace sa k hodnotám 1 a -1, nastal problém so saturáciou neurónov. Toto je 
spôsobené ve� kým dopadom vstupných alebo výstupných neurónov. Je to �iaduce iba 
v prípade, �e vy�adujeme fungovanie siete na základe binárnej logiky. Inak je to 
kontraproduktívne. Odstránenie tohto javu dosiahneme upravením váh v maticiach 
W in a Wback. 

 
Integrálnou sú� as� ou pri trénovaní ESN je kontrola váh smerujúcich z dynamického 
rezervoára na výstup v matici Wout. Vypo� ítané váhy by nemali narás�  do extrémne ve� kých 
� ísel v rádoch 1000 a viac. Mali by zosta�  rozumne malé a nie príliš vä� šie ako 50. Ak sú 
vypo� ítané váhy príliš ve� ké, je potrebné sa pokúsi�  o zmenu. Príliš malé váhy však 
neznamenajú problém a sú v poriadku. 
 
Ve� kosti výstupných váh je v�dy potrebné bra�  v kontexte s rozsahom aktivácií v 
dynamickom rezervoári. To znamená, �e ak sú aktivácie v rozsahoch tri rády za po�adovaným 
výstupom, � o korešponduje s prípadmi ve� mi pomalých, takmer lineárnych úloh s dlhou 
pamä� ou, je opodstatnené aby výstupné váhy dosiahli hodnoty okolo 100, len na to aby bolo 
mo�né výstup o tri rády vä� ší od vnútorných stavov dosiahnu� . 
 
Ak aj po snahách o redukciu ve� kostí výstupných váh, zostávajú tieto stále príliš ve� ké, 
znamená to, �e navrhnutá sie�  má s úlohou problémy a dynamika siete nekoreluje s 
dynamikou danej úlohy. Vtedy sa odporú� a prehodnoti�  nastavenie jednotlivých parametrov, 
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zmeni�  ve� kos�  siete, alebo inak zasiahnu�  do siete. Jednou z mo�ností ako zní�i�  ve� kosti 
výstupných váh je aj pridanie malého gaussovského šumu do procesu trénovania. Táto 
metóda ale mô�e vies�  k zní�eniu presnosti modelu. 

Zvolenie vhodného spektrálneho polomeru 
Najdôle�itejší parameter v úspešnom trénovaní ESN je spektrálny polomer matice W, ktorá 
reprezentuje váhy vnútorných rekurentných prepojení medzi neurónmi. Základným pravidlom 
pre správnu vo� bu škálovacieho koeficientu je pou�itie malého �  pre úlohy s krátkou 
pamä� ou a vä� šieho �  pre úlohy vy�adujúce dlhšiu pamä� . Rozsah mo�ných hodnôt sa 
pohybuje v dos�  ve� kom intervale. Vä� šinou sa volí �  = 0,8. Sie�  ale mô�e stále rovnako 
dobre fungova�  aj s �  = 0,7 alebo �  = 0,85. � ím bli�šie je �  ku 1, tým u�ší je interval 
vhodných hodnôt. 

Nájdenie primeranej ve� kosti neurónovej siete 
Všeobecne vä� ší dynamický rezervoár znamená, �e sie�  je schopná nau� i�  sa rieši�  zlo�itejšie 
úlohy alebo ich rieši�  s vä� šou presnos� ou. Mô�e ale dôjs�  k preu� eniu ak je model príliš 
rozsiahly, teda dynamický rezervoár je príliš ve� ký. Nevýznamné štatistické odchýlky 
v trénovacích dátach sa sie�  nau� í a vytvorí sa nesprávna generalizácia pre testovacie dáta. 
Preto je vhodné zvä� šova�  ve� kos�  dynamického rezervoára iba pokia�  sa výkon pre 
testovacie dáta neza� ne zhoršova� . Problém s preu� ením nemusí nasta� , ak model trénujeme 
na úlohu, ktorá je plne deterministická a neobsahuje �iaden náhodný charakter. 

Pridanie šumu po� as trénovania 
Pridanie šumu do trénovacieho procesu je u�ito� né ak sie�  vykazuje známky nestability 
a úloha na ktorú sie�  trénujeme obsahuje � isté matematické dáta. Šum pridáme do modelu tak, 
�e modifikujeme vz� ah (3.3) pre výpo� et nového stavu takto 
 
 x(n+1) = f(Win u(n+1) + W x(n) + Wback d(n) + n(n))  (3.9) 
 
kde n(n) je malý uniformný gaussovský šum typicky vo ve� kostiach 0,0001 a� 0,01. 

Pou�itie extra bias vstupu 
Ak je priemer o� akávaného výstupu posunutý vzh� adom k nule, je vhodné privies�  na 
vnútorné neuróny špeciálny vstup s konštantnou ve� kos� ou, ktorý bude zabezpe� ova�  
posunutie priemerného výstupu siete rovnakým smerom ako je posunutý o� akávaný výstup. 
Relatívne ve� ký bias vstup posunie mno�stvo vnútorných neurónov do jedného z extrémov 
ich sigmoidných funkcií. Toto mô�e by�  vhodné, ak je potrebné dosiahnu�  zna� ne nelineárne 
správanie siete. V iných prípadoch, ke	  nie je potrebné ovplyv
 ova�  vnútorné stavy do ve� kej 
miery sa odporú� a zavies�  bias s malou hodnotou, napríklad 0,01 alebo ho pripoji�  priamo na 
výstupné neuróny. 

Zabránenie vzniku symetrického vstupu 
Štandardné sigmoidné siete majú symetrické správanie, v tom zmysle, �e pokia�  na vstup 
privediem kladné hodnoty a na výstupe získam tie� kladné hodnoty, potom zmenou 
znamienka pri vstupných hodnotách docielime zmenu znamienka aj na výstupe. Preto je 
potrebné pri asymetrických úlohách zabráni�  tomuto chovaniu a to bu	  zavedením extra bias 
vstupu ako je uvedené v predchádzajúcom odstavci alebo posunutím vstupných hodnôt, tak 
aby obsahovali iba pozitívne hodnoty. 
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Posunutie a upravenie rozsahu vstupu 
Jednou z mo�ností ako ovplyvni�  model je aj posunutie alebo transformácia vstupných 
a výstupných postupností. Pri výstupných postupnostiach sa predpokladá, �e táto 
transformácia je vratná a teda, �e generovaný signál z ESN je mo�né previes�  spä�  na 
po�adovaný výstupný signál z pôvodnej úlohy. Je mo�né transformova�  postupnosti na 
� ubovo� ne zvolený interval škálovaním a posunutím. V prípade, �e úloha je nelineárna mô�e 
pomôc�  napríklad posunutie hodnôt 	 alej od nuly a tým pádom presun aktivácií vnútorných 
neurónov ESN do nelineárnych oblastí. 

Všeobecné zásady blackbox modelu 
Treba bra�  do úvahy, �e ESN prístup je prístupom typu � iernej skrinky a preto nemô�eme 
o� akáva�  dobré výsledky pre testovacie údaje, ktoré operujú v iných pracovných rozsahoch 
ako trénovacie údaje. Treba teda zabezpe� i� , �e trénovacie údaje prejdú celým potrebným 
pracovným rozsahom, ktorý chceme vyu�i�  pri testovaní s natrénovaným modelom. Pri 
nelineárnych systémoch mô�e by�  toto niekedy problém. Rovnako sa neodporú� a trénova�  
model údajmi z rozsahu, ktorý nechceme vyu�i�  v testovaní. Ve� ká � as�  dynamického 
rezervoára mô�e by�  toti� vyhradená na riešenie úloh, ktoré nepotrebujeme. Výsledkom bude 
ni�šia presnos�  predikcie pre � as�  modelu, v ktorom pracujeme v testovacích údajoch. 

3.5 Neuróny s plynúcou integráciou 
V pôvodnom návrhu ESN sú pou�ité neuróny so štandardnou sigmoidnou funkciou. Metóda 
dynamického rezervoára ale mô�e fungova�  aj pri iných systémoch s echo stavmi. Model 
neurónu mô�eme napríklad nahradi�  neurónom, ktorý sa viac podobá na svoj biologický vzor, 
� i na � asovo spojité neurónové siete popísané diferen� nými rovnicami. S pôvodnými 
sigmoidnými neurónmi nastáva problém v tom, �e nemô�eme meni�  ich � asovú konštantu, 
teda spomalenie alebo zrýchlenie ich dynamiky. Je napríklad ve� kým problémom nau� i�  ESN 
na generovanie ve� mi pomalých sínusových signálov. Preto bol do modelu ESN zavedený [3] 
aj iný druh neurónu nazývaný neurón s plynúcou integráciou (Leaky Integrator Neuron). 
Tento model obsahuje � asovú konštantu, ktorou mô�eme dynamiku siete spomali � . 

3.5.1 Model neurónu 
Dynamika neurónu s plynúcou integráciou je popísaná nasledujúcou diferenciálnou rovnicou 
 

 ( )( )xwfaxx
��

� +-=
t
1

 (3.10) 

 
kde w

�
 je vektor vstupných váh všetkých prepojení smerujúcich z neurónov x

�
 do neurónu x, 

a funkcia f je funkcia transformujúca výsledok do intervalu (-1,1). Budeme pou�íva�  funkciu 
tanh, rovnako ako v pôvodnom modeli. Veli� ina t  s pozitívnou hodnotou reprezentuje 
� asovú konštantu. � ím je t  vä� šie, tým pomalšia je celková dynamika. Výraz ax-  
reprezentuje slabnúci potenciál neurónu. V	 aka tomuto vz� ahu si neurón � iasto� ne uchováva 
svoj minulý stav. Kladná veli� ina a ozna� uje konštantu oslabenia (decay constant). � ím je 
hodnota a vä� šia, tým rýchlejšie neurón „zabúda“ na svoj minulý stav a viac sa riadi vplyvom 
aktuálnych aktivácií ostatných neurónov. 

3.5.2 Model siete 
Ak je celý dynamický rezervoár tvorený z neurónov s plynúcou integráciou xi s konštantami 
oslabenia ai, získavame nasledujúci vz� ah pre dynamiku ESN: 



 

14 

 

 ( )( )yWxWuWfAxx backin ���
� +++-=

t
1

 (3.11) 

 
kde A je diagonálna matica s konštantami oslabenia na jej diagonále. Kvôli simulácií na 
po� íta� och pracujúcich krokovo je potrebné zvoli�  ve� kos�  kroku d. Po pridaní ve� kosti kroku 
d pre dynamický rezervoár prislúchajúcemu k jednému kroku simulácie n, dostávame vz� ah 
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kde I je jednotková matica. V 	 alšom predpokladáme prípad d = t  = 1, tak�e vz� ah mô�eme 
zjednoduši�  na 
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++++-=+  (3.13) 
 
Nahradením rozdielu (I – A) maticou R, ktorá obsahuje na diagonále „udr�iavacie konštanty“ 
r i = 1 – ai získavame vz� ah 
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++++=+  (3.14) 
 
Udr�iavacie konštanty musia by�  v intervale 0 �  r i < 1. Nulová hodnota konštanty r i znamená, 
�e neuróny si neuchovávajú �iadnu � as�  z predchádzajúceho stavu. Dynamika neurónu sa tak 
degeneruje na be�nú sigmoidnú verziu aká bola pou�itá v predchádzajúcich kapitolách. 
Hodnota blízka 1 znamená, �e neurón si uchováva skoro celý predchádzajúci stav. 

3.5.3 Vo� ba parametrov 
Vo� ba primeraných hodnôt matíc R a W sa stáva ešte o nie� o náro� nejšou ako je vo� ba matice 
W pri sie� ach s be�nými sigmoidnými neurónmi. Je potrebné zoh� adni�  dva problémy. Prvým 
problémom je, �e musíme zabezpe� i�  aby si sie�  zachovala svoju vlastnos�  echo stavov 
a druhým to, �e aktivácie neurónov potrebujeme udr�a�  v rozumne malých hraniciach aby sa 
pri zachovávaní � asti predchádzajúceho stavu nesaturovali. Tieto dva problémy zoh� adníme 
nasledujúcim spôsobom. 

Dostato� ne malé aktivácie v neurónoch 
Kvôli plynúcej integrácií aktivácií neurónov v dynamickom rezervoári mô�e nasta�  prípad, 
ke	  sa tieto za� nú na seba naba� ova�  a zostanú sa udr�iava�  nevhodne ve� ké. Tým, �e sú 
následne tieto aktivácie privádzané cez váhy do ostatných neurónov, rozšíri sa tento stav do 
celej siete a aktivácie zostanú saturované na maximálnych hodnotách. Nastane degradácia 
aktivácií siete na binárny model s dvoma stavmi -1 a 1 a dynamika siete za� ne oscilova� . 
Jedna mo�nos�  ako tomu zabráni�  je pou�íva�  váhovú maticu W s malými hodnotami. Druhá 
mo�nos�  je pred pou�itím aktivácií ako vstupov pre výpo� et nových aktivácií odstráni�  � as�  
aktivácie, ktorá sa zachovala z predchádzajúceho kroku vynásobením matice W maticou (I –
 R). Potom upravíme vz� ah (3.14) takto 
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Zachovanie vlastnosti echo stavov 
Bolo ukázané [3], �e sie�  nemá vlastnos�  echo stavov, ak má matica (I – R)W + R spektrálny 
polomer vä� ší ako 1. Toto platí pri pou�ití vz� ahu (3.15). Podobne ako tomu bolo pri 
sigmoidných sie� ach s echo stavmi, aj v tomto prípade bolo zatia�  v�dy zistené, �e ak má 
matica  (I – R)W + R spektrálny polomer menší ako 1, výsledná sie�  vlastnos�  echo stavov 
sp�
 a. 
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4 Model malého sveta 

Model malého sveta je všadeprítomný v sie� ach, ktoré sú tvorené � u	 mi, vyskytujú sa aj 
v prírode a technike. V mno�stve takýchto sietí, empirické pozorovania odha� ujú, �e 
� ubovo� né dva vrcholy v sieti sú spojené cez krátky re� azec susediacich vrcholov [7, 8]. 
Jedna konštrukcia siete, ktorá má vlastnosti siete malého sveta je taká, v ktorej ka�dý vrchol 
pozná svojich susedov a zárove
  nieko� ko náhodne vybraných vrcholov zo siete. Bolo 
ukázané, �e takáto konštrukcia vedie k sie� am s malým diametrom, vedúcim k malým 
vzdialenostiam medzi � ubovo� nými dvoma vrcholmi [7, 9]. 
 
Grafy malého sveta sú ve� mi silne klastrované a majú dobré prepojenie vrcholov. D��ka 
priemernej minimálnej vzdialenosti dvoch vrcholov rastie iba logaritmicky, l �  log N a 
koeficient klasterizácie má vysokú hodnotu, C �  0,5 [9, 10]. Siete malého sveta mô�u by�  
vysoko klastrované ako lokálne grafy, pri� om majú nízku hodnotu priemernej vzdialenosti, 
podobne ako náhodné grafy. Siete malého sveta interpolujú topológiu sietí a vlastnosti medzi 
pravidelnými a náhodnými grafmi [9]. Za sie�  malého sveta sa oby� ajne pokladá sie�  
s priemernou vzdialenos� ou iba o málo vä� šou ako v náhodných sie� ach a s klasterizáciou 
rádovo vä� šou ako majú náhodné siete C >> C

random
. 

4.1 Vlastnosti sietí malého sveta 
Siete malého sveta majú v zásade vysoký stupe
  kruhových prepojení a podgrafov, ktorým 
chýba do plného prepojenia iba nieko� ko spojení. Teda siete malého sveta obsahujú mno�stvo 
podsietí ktoré sú tvorené vrcholmi spojenými so skoro všetkými ostatnými vrcholmi 
v podsieti. To priamo vychádza z podmienky vysokého koeficientu klasterizácie siete. 
V takýchto sie� ach existuje medzi vä� šinou dvojíc vrcholov aspo
  jedna krátka cesta, ktorá 
ich spája. To vychádza z podmienky aby bola priemerná najkratšia cesta medzi vrcholmi 
malá. � alej, je tu zopár vlastností, ktoré sú be�ne spájané so sie� ami malého sveta, aj ke	  
nepatria k nutným vlastnostiam. Typicky býva v sieti nieko� ko centier – vrcholov v sieti 
s vysokým po� tom spojení. Tieto centrá potom slú�ia na vytváranie krátkych ciest medzi 
ostatnými vrcholmi. Analógiou mô�e by�  napríklad sie�  malého sveta tvorená z be�ných letov 
medzi letiskami. Takáto sie�  má malú priemernú najkratšiu cestu (teda, pri lete medzi dvoma 
mestami budete oby� ajne prechádza�  cez štyri alebo menej letísk) medzi jednotlivými 
letiskami práve preto, �e mno�stvo letov je smerovaných cez ve� ké letiská. 
 
Existencia centier s vysokým stup
 om v sie� ach mô�e zna� i� , �e sie�  patrí do skupiny 
škálovate� ných sietí. Sie�  je škálovate� ná vtedy, ak pravdepodobnos� , �e vrchol je stup
 a k je 
pribli�ne ur� ená výrazom P(k) ~ k–� . � alší typ siete, ktorý sa nazýva exponenciálny má 
pravdepodobnos� , �e vrchol bude stup
 a k exponenciálne klesajúcu so zvyšujúcim sa k. 
 
Škálovate� nos�  site však nie je podmienka pre sie�  malého sveta. Grafy ve� mi rôznych 
topológií mô�u by�  stále kvalifikované ako siete malého sveta, pokia�  sp�
 ajú dve základné 
podmienky spomenuté vyššie. 
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4.2 Príklady sietí malého sveta 
Siete malého sveta boli v prírode objavené v prekvapujúco ve� kom po� te. Napríklad, siete 
vytvorené z proteínov [11] zo spojeniami ktorými tieto proteíny medzi sebou fyzicky pôsobia 
majú distribúciu stup
 ov vrcholov rozdelenú pod� a exponenciálneho pravidla a patria medzi 
siete malého sveta. Podobne opisné siete v ktorých gény reprezentujú vrcholy a prí� inný 
genetický vplyv je reprezentovaný hranami sú siete malého sveta spl
 ujúce exponenciálne 
pravidlo rozdelenia stup
 ov vrcholov [12]. 
 
Existuje mno�stvo 	 alších grafov o ktorých mô�eme poveda� , �e sp�
 ajú vlastnosti sietí 
malého sveta. Medzi príklady mô�eme uvies�  mapy ciest, tok potravín, elektrické siete, 
tráviace ústrojenstvo, neurónové siete, grafy telefonických hovorov a sociálne siete. 
 
V roku 2004 Sara Solla a kol. vytvorila po� íta� ový model krátkodobej pamäte skonštruovaný 
ako sie�  malého sveta [2]. Tento model úspešne demonštroval bistabilitu, ktorá je jedným 
z dôle�itých vlastností pre pamä� ový záznam. Bistabilita bola výsledkom rekurentnej 
samoudr�ovate� nej aktivity na kru�niciach medzi uzlami, potom � o bol privedený aktiva� ný 
impulz. � alší pulz následne vynuloval rekurentnú aktivitu. To znamená, �e bolo mo�né 
riadene prepína�  � as�  systému medzi dvoma stavmi. 

4.3 Odolnos �  siete 
Je predpoklad, �e také všeobecné rozšírenie sietí malého sveta v biologických systémoch 
odrá�a evolu� nú výhodu takejto architektúry. Jednou odpove	 ou mô�e by�  to, �e takéto siete 
sú odolnejšie na narušenia ako iné sie� ové architektúry. Ak by toto bola skuto� nos� , bola by 
to výhoda pre biologické systémy ktoré sú vystavené poškodeniam mutáciami a vírovými 
infekciami. 
 
V sieti malého sveta v ktorej platí exponenciálne rozdelenie stup
 ov vrcholov, zmazanie 
náhodného vrcholu ve� mi zriedka spôsobí ve� ké zvýšenie priemernej minimálnej cesty medzi 
vrcholmi prípadne dramatický pokles koeficientu klasterizácie. To vyplýva z faktu, �e vä� šina 
krátkych ciest prechádza cez centrá a pokia�  je zmazaný okrajový vrchol, je 
nepravdepodobné, �e spôsobí pred��enie ciest pre ostatné okrajové vrcholy. Napríklad, ak je 
uzatvorené malé letisko, nezvýši sa tým priemerný po� et letov ktoré be�ný pasa�ier musí 
absolvova�  aby sa dostal do cie� a svojej cesty. Naopak, ak náhodne odstránime práve 
centrum, cez ktoré prechádza ve� ká � as�  pasa�ierov, potom sa priemerný po� et letov mô�e 
dramaticky zvýši� . Takýto priebeh je napríklad mo�né vidie�  ka�doro� ne, ke	  je kvôli 
po� asiu nutné zatvori�  letisko O’Hara v Chicagu. Mno�stvo � udí potom musí absolvova�  
dodato� né lety na presun do cie� a cesty. 
 
Naopak v náhodných sie� ach, v ktorých majú vrcholy pribli�ne rovnaký po� et prepojení, 
zmazanie náhodného vrcholu oby� ajne v�dy spôsobí mierne ale merate� né zvýšenie 
priemernej najkratšej cesty, pri� om na výbere vrcholu nezále�í. V tomto zmysle sú náhodné 
siete zranite� né na náhodné narušenia, kým siete malého sveta sú odolné. Na druhej strane 
siete malého sveta sú zranite� né na cielené útoky zamerané na centrá v sieti, kým náhodné 
siete nemô�u by�  takto cielene napadnuté aby došlo ku katastrofickému zlyhaniu. 
 
Primerane k rozšíreniu sietí malého sveta v biologických štruktúrach sa prispôsobili aj vírusy, 
ktoré napádajú obzvláš�  proteíny, predstavujúce takéto centrá v bunkovej � innosti, � o spôsobí 
masívne zmeny v � innosti bunky, ktoré prispejú k šíreniu vírusu. 
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4.4 Rovnostárska sie �  malého sveta 
V � lánku [9] autori Watts a Strogatz popísali siete, ktoré sa vyskytujú v prírode aj v � lovekom 
navrhnutých systémoch. Vlastnosti týchto sietí ako vysoká klasterizácia a nízka najkratšia 
priemerná vzdialenos�  medzi dvoma vrcholmi popísali ako základné vlastnosti sietí malého 
sveta. � alej navrhli aj jednoduchú metódu, ako sie�  malého sveta zostroji� . Najprv vytvoríme 
kruhový graf s vrcholmi umiestnenými na kru�nici, v ktorom poprepájame susedné vrcholy 
s okolitými tak, �e všetky vrcholy budú rovnakého stup
 a a budú pospájané práve so svojimi 
najbli�šími susedmi. Potom vezmeme ur� itý po� et náhodne vybraných spojení a nahradíme 
ich spojeniami na vä� šie vzdialenosti zvolenými náhodne. Tieto prepojenia krí�om cez 
kru�nicu vrcholov potom fungujú ako skratky medzi vzdialenými vrcholmi a efektívne 
zni�ujú priemernú minimálnu vzdialenos�  vrcholov v tejto sieti. Vzh� adom na to, �e pôvodné 
prepojenia boli vytvárané medzi susediacimi vrcholmi, je klasterizácia pomerne vysoká a po 
nahradení niektorých spojení skratkami sa zní�i iba o malú hodnotu. Takto vytvoríme sie�  
s vrcholmi s rovnakým stup
 om pre všetky vrcholy. Pre tento dôvod sa tento typ siete nazýva 
aj rovnostárska sie� . 
 

 
 

Obr. 4.1 Zobrazenie pravidelnej siete a upravenej siete malého sveta pod� a Wattsa a Strogatza [9] 
 
Pod� a postupu uvedeného v � lánku [9] a popísaného vyššie bola zostrojená najprv pravidelná 
sie�  so všetkými vrcholmi stup
 a 6 bez akejko� vek náhodnej zlo�ky. Pre porovnanie som 
v 	 alšej sieti zaviedol do pravidelného modelu náhodnos�  tak, �e stupe
  jednotlivých 
vrcholov nie je konštantný, ale sa mení s náhodným gaussovským rozdelením so stredom pri 
stupni 6 a rovnakým celkovým po� tom prepojení ako v predchádzajúcom prípade. Postup pre 
generovanie tejto siete je podrobne uvedený v prílohe A, v � asti A.3. Z výsledkov na 
obrázkoch 4.2 a 4.3 je zrejmé, �e so zavedením náhodnosti mierne stúpla hodnota 
klasterizácie takejto siete. Preto bol ako základ pre tvorbu rovnostárskej siete malého sveta 
pou�itý model s gaussovským rozdelením stup
 a vrcholov. Po� et lokálnych prepojení 
nahradených náhodne zvolenými prepojeniami je v tomto prípade generovania siete malého 
sveta pre ka�dú sie�  rovný po� tu vrcholov. Týmto sa do pravidelnej siete pridáva náhodná 
zlo�ka v pomere 1: 5 ku zlo�ke pravidelných lokálnych prepojení. Sledované boli hodnoty 
koeficientu klasterizácie a priemernej minimálnej vzdialenosti vrcholov všetkých troch typov 
sietí pre ve� kosti sietí v rozmedzí od 10 vrcholov a� po 500 vrcholov. Koeficient klasterizácie 
bol po� ítaný pod� a algoritmu uvedeného v prílohe, A v � asti A.3. Graf na obrázku 4.2 
zobrazuje hodnoty koeficientu klasterizácie pre jednotlivé siete a graf na obrázku 4.3 
zobrazuje priemernú minimálnu vzdialenos�  vrcholov v jednotlivých sie� ach. 
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Obr. 4.2 Vývoj koeficientu klasterizácie v jednotlivých sie� ach 
 

 
 

Obr. 4.3 Vývoj priemernej vzdialenosti vrcholov v jednotlivých sie� ach 
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Ako vidíme z grafu na obrázku 4.2, koeficient klasterizácie sa stabilizuje okolo hodnoty 0,4, 
� o je zní�enie pribli�ne o 0,2 v porovnaní s pravidelnou sie� ou, pri� om priemerná vzdialenos�  
vrcholov vo vytvorenej sieti malého sveta rastie iba logaritmicky. Na obrázku 4.4 je 
zobrazené rozdelenie stup
 ov vrcholov pre vytvorenú sie�  malého sveta s po� tom vrcholov 
500. V prípade, pravidelnej siete majú všetky vrcholy stupe
  rovný 6. V prípade upraveného 
generovania siete s pridaním náhodnosti sú stupne vrcholov rozdelené pod� a Gaussovej 
krivky pravdepodobnosti, ako je vidie�  na obrázku. 
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Obr. 4.4 Distribúcia stup
 a vrcholov vo vytvorenej rovnostárskej sieti s 500 vrcholmi 
 
V nasledujúcej tabu� ke je uvedené porovnanie medzi pravidelnou sie� ou, sie� ou s Gaussovým 
rozdelením stup
 a vrcholov, rovnostárskou sie� ou malého sveta odvodenou od 
predchádzajúcej siete a náhodne generovanou sie� ou s rovnakým po� tom prepojení ako 
v predchádzajúcich prípadoch. Ke	 �e všetky siete, a� na pravidelnú sie�  boli generované s 
istou formou pravdepodobnosti, po� et vzniknutých prepojení v jednotlivých sie� ach je mierne 
odlišný. 
 

 Pravidelná sie�  
Pravidelná sie�  
s gauss. rozd. 

Rovnostárska 
sie�  

Náhodná sie�  

Po� et vrcholov 500 500 500 500 
Po� et prepojení 3000 2969 3018 3030 

Koeficient klasterizácie 0,6 0,635 0,435 0,015 
Priemerná vzdialenos�  vrcholov 40,828 40,848 5,034 3,75 
 
Z uvedených údajov vyplýva, �e rovnostárska sie� , ktorá bola vytvorená uvedeným postupom 
má iba o málo vä� šiu priemernú vzdialenos�  vrcholov ako náhodná sie�  a zárove
  vykazuje 
vysoký stupe
  klasterizácie, � o znamená, �e sp�
 a obe základné podmienky pre klasifikáciu 
siete malého sveta. 

4.5 Aristokratická sie �  malého sveta 
Vo svojej práci [13] navrhli autori Barabasi a Albert iný spôsob generovania sietí malého 
sveta. Aj ke	  samotní autori neuvádzajú, �e ich sie�  je sie� ou malého sveta a v prvom rade 
vytvárali sie� , ktorá má vlastnos�  škálovate� nosti, býva ich sie�  zaradená medzi siete malého 
sveta. Postup tvorby siete vychádza z pravidla „bohatý bude ešte bohatší“, preto sa niekedy 
uvádza aj pod názvom aristokratická. V tomto prípade je postup tvorby siete pou�itý v mojej 
práci toto�ný s postupom v práci [13]. Inicializácia spo� íva v stave s ur� itým po� tom 
neprepojených vrcholov n0. Nasledujúci krok opakujeme, a� kým v sieti nemáme po�adovaný 
po� et vrcholov. Postupne pridávame po jednom vrchole a s ním zaka�dým aj ur� ený po� et 
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nových prepojení  n �  n0, ktoré spájajú nový vrchol s pôvodnými vrcholmi v grafe. Na 
zabezpe� enie aristokratickej vlastnosti ur� ujeme pre všetky pôvodné vrcholy 
pravdepodobnos�  s akou sa medzi nimi a novým vrcholom vytvorí prepojenie. A to tak, �e 
pravdepodobnos�  vrcholu v so stup
 om k na vytvorenie prepojenia medzi ním a novým 
vrcholom je rovná podielu medzi jeho stup
 om a sumou všetkých stup
 ov v grafe 
P(vi) = ki/� jkj. To znamená, �e � ím vä� ší je stupe
  vrcholu, tým má vrchol vä� šiu 
pravdepodobnos� , �e sa medzi ním a novým vrcholom vytvorí spojenie. 
 
Na nasledujúcom obrázku 4.5 je zobrazený vývoj koeficientu klasterizácie a na obrázku 4.6 
vývoj priemernej vzdialenosti medzi vrcholmi v aristokratickej sieti generovanej pod� a 
uvedeného algoritmu pre n0 = n = 6. Opä�  sú siete generované s po� tom vrcholov 10 a� 500. 
Je zrejmé, �e takto vytvorená sie�  nemá koeficient klasterizácie v takej úrovni ako je to pri 
sieti rovnostárskej. Ako je ale vidie�  pri porovnaní s náhodne generovanými sie� ami s 
rovnakým po� tom prepojení, aristokratická sie�  vykazuje dokonca menšie priemerné 
vzdialenosti medzi vrcholmi ako je to pri náhodnej sieti a koeficient klasterizácie je vyšší ako 
pri náhodných sie� ach a stabilizuje sa okolo hodnoty 0,05, pri� om pri náhodných sie� ach sa 
klesanie koeficientu klasterizácie nezastavuje a pri vä� ších sie� ach je tak splnená aj 
podmienka rádového rozdielu v koeficiente klasterizácie. 
 

 
 

Obr. 4.5 Zobrazenie vývoja klasterizácie pre aristokratickú a náhodnú sie� . Pre lepšiu vidite� nos�  zvä� šovania 
diferencie je vertikálna os v logaritmickej mierke. 
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4.6 Vývoj priemernej vzdialenosti vrcholov pre aristokratickú a náhodnú sie� . Náhodná sie�  má priemernú 
vzdialenos�  medzi vrcholmi o málo vä� šiu ako aristokratická sie� . 

 
Na grafe z obrázka 4.7 je zobrazená distribúcia vrcholov aristokratickej siete s 1000 vrcholmi, 
ktorá ukazuje, �e sie�  sp�
 a vlastnos�  škálovate� nosti uvedenej v kapitole 4.1 vz� ahom 
P(k) ~ k–� , kde �  je v tomto prípade pribli�ne rovné 2,8. 
 

 
 

Obr. 4.7 Distribúcia stup
 a vrcholov pre aristokratickú sie� . Modrá � iara reprezentuje sklon funkcie k–2,8, kde 
k je stupe
  vrcholu. 

 
Nasledujúca tabu� ka zobrazuje hodnoty koeficientov klasterizácie a priemernej vzdialenosti 
vrcholov pre siete s 1000 vrcholmi, kde je u� rozdiel v koeficiente klasterizácie pribli�ne 
jeden rád a zárove
  priemerná vzdialenos�  vrcholov je v aristokratickej sieti stále menšia ako 
v náhodnej sieti. 
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 Aristokratická sie�  Náhodná sie�  

Po� et vrcholov 1000 1000 
Po� et prepojení 5982 6032 

Koeficient klasterizácie 0,041 0,005 
Priemerná vzdialenos�  vrcholov 3,436 4,158 

 
Klasteriza� ný koeficient aristokratických sietí je podstatne, a� rádovo, ni�ší ako klasteriza� ný 
koeficient rovnostárskych sietí. Podmienka vysokého klasteriza� ného koeficientu je ale jedna 
zo základných podmienok pre zaradenie siete medzi siete malého sveta. Je mo�né 
polemizova� , � i takáto sie�  patrí medzi siete malého sveta. V � lánku [13] v ktorom autori 
navrhli túto aristokratickú sie� , nie je spomínané, � i ich sie�  patrí medzi siete malého sveta. 
Ich � lánok je toti� zameraný na vlastnos�  škálovate� nosti. Všeobecne sa ale aristokratické 
siete za siete malého sveta pova�ujú. Pri vä� ších sie� ach toti� obe základné podmienky sietí 
malého sveta sp�
 ajú. Pre porovnanie uvádzam, �e v práci [9] Watts a Strogatz uvádzajú 
príklad siete malého sveta Power Grid so 4941 vrcholmi a koeficientom klasterizácie 0,08. 
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5 Ostatné druhy sietí 

Okrem sietí malého sveta sú kvôli porovnaniu v tejto práci testované pre dynamický rezervoár 
ESN aj iné druhy sietí. Konkrétne sú to kompletné siete, náhodné siete, siete s lokálnymi 
prepojeniami a siete tvoriace mrie�ky typu 2D, 3D a 4D. V tejto kapitole preto uvediem ich 
základné charakteristiky a spôsob ich generovania, podobne ako pri sie� ach malého sveta. 

5.1 Kompletné siete 
Kompletné siete sú siete, v ktorých je ka�dý vrchol spojený so všetkými ostatnými vrcholmi. 
Koeficient klasterizácie takejto siete je rovný 1. Rovnako priemerná vzdialenos�  dvoch 
vrcholov je rovná 1. Hustota siete, teda pomer všetkých spojení v sieti ku všetkým mo�ným 
spojeniam v sieti je tie� rovný 1. Tieto siete sú reprezentované inciden� nou maticou, v ktorej 
nie je �iaden nulový prvok.  

5.2 Náhodné siete 
Náhodná sie�  je sie� , ktorej prepojenia medzi jednotlivými vrcholmi sú vyberané náhodne. 
Pravdepodobnos�  existencie konkrétneho spojenia v takejto sieti je daná hustotou siete. 
Koeficient klasterizácie náhodnej siete je pribli�ne rovný hustote danej siete. Priemerná 
vzdialenosti dvoch vrcholov rastie iba logaritmicky a dá sa vyjadri�  podobne ako pri sie� ach 
malého sveta vz� ahom l �  log N. Graf distribúcie stup
 a vrcholov prezentuje klasické 
gaussovské rozdelenie. Na obrázku 5.1 je mo�né vidie�  príklad distribúcie stup
 a vrcholov 
pre náhodne generovaný graf s 2905 vrcholmi a hustotou 8,5.10-4. 
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Obr. 5.1 Distribúcia stup
 a vrcholov pre náhodný graf s 2905 vrcholmi a hustotou 8,5.10-4 

5.3 Siete s lokálnymi prepojeniami 
Siete s lokálnymi prepojeniami predstavujú typ siete, ktorá obsahuje mno�stvo podsietí, bu	  
kompletných alebo takmer kompletných. Siete s lokálnymi prepojeniami sa dajú vytvára�  
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rôznymi spôsobmi, pri� om od týchto spôsobov sa zárove
  aj odvíjajú jednotlivé parametre 
siete, ako hustota a distribúcia stup
 a vrcholov. Jednou takou sie� ou s lokálnymi 
prepojeniami je aj pravidelná sie�  pou�itá v kapitole 4.4 pre zostrojenie rovnostárskej siete 
malého sveta. Hlavným ukazovate� om, �e sie�  je zlo�ená z menších lokálnych sietí je vysoký 
koeficient klasterizácie, relatívne vysoká hustota siete a tie� vysoká hodnota priemernej 
vzdialenosti dvoch vrcholov, ako je napríklad vidno na obrázku 4.3, kde pri 500 vrcholovej 
sieti je priemerná vzdialenos�  vrcholov vä� šia ako 40. Pri týchto sie� ach narastá priemerná 
vzdialenos�  vrcholov lineárne spolo� ne s po� tom vrcholov. Naopak koeficient klasterizácie 
zostáva konštantný. 
 
Popri sieti z kapitoly 4.4 som pou�il ešte 	 alší model lokálnej siete. Spôsob generovania je 
nasledujúci. Najprv umiestnime všetky vrcholy siete do mrie�ky. To znamená, �e ka�dému 
vrcholu priradíme súradnice. Potom pre ka�dý vrchol vytvoríme okolie pozostávajúce 
z vrcholov, ktoré sa nachádzajú v jeho blízkosti. Následne pospájame všetky vrcholy z tohto 
okolia s daným vrcholom. Po� et vrcholov vyberáme do okolia rovnakým spôsobom, ako 
v prípade upravenej pravidelnej siete z kapitoly 4.4. Ur� íme si najprv aký chceme ma�  
priemerný stupe
  vrcholov a potom vyberáme konkrétne stupne náhodne takým spôsobom, 
aby sme v distribúcií stup
 ov vrcholov dosiahli gaussovské rozdelenie so stredom vo 
zvolenom stupni. Podrobný postup pre generovanie tejto siete je uvedený v prílohe A, v � asti 
A.3. 

5.4 Pravidelné mrie�ky 
Pravidelné mrie�ky sú tvorené na základe opakujúceho sa vzoru v sieti, v ktorej sú vrcholy 
umiestnené pod� a daného k� ú� a umiestnené. Všetky vrcholy v pravidelnej mrie�ke majú 
rovnaký stupe
 . Priemerná vzdialenos�  vrcholov rastie lineárne s po� tom vrcholov, rovnako 
ako pri lokálnych sie� ach. Koeficient klasterizácie býva oby� ajne malý. Pre pravidelné 
mrie�ky pou�ité v tejto práci platí, �e koeficient klasterizácie je nulový. Pou�ité boli tri typy 
pravidelných mrie�ok. Prvý typ je 2D mrie�ka, kde sú vrcholy usporiadané na 2D mrie�ke 
a spojené sú v�dy so štyrmi svojimi okolitými vrcholmi. Stupe
  vrcholov v 2D mrie�ke je 
v�dy rovný 4 a po� et vrcholov v takejto mrie�ke je v�dy sú� inom dvoch � ísel, ktoré ur� ujú 
rozmery mrie�ky. Druhý typ, 3D mrie�ka pridáva tretí priestor a zvyšuje stupe
  vrcholu na 6. 
Po� et vrcholov v 3D mrie�ke je sú� inom troch � ísel. Posledný pou�itý typ je 4D mrie�ka so 
stup
 ami vrcholov 8. Po� et vrcholov v tejto mrie�ke je sú� inom štyroch � ísel. V 	 alšej práci 
som uva�oval iba s po� tami vrcholov v mrie�kach dané mocninami, teda a2 pre 2D mrie�ku 
a3 pre 3D mrie�ku a a4 pre 4D mrie�ku. 
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6 Predikcia ESN sie � ou 

V tejto kapitole je opísaný postup prípravy sietí a ich pou�ite ako DR v ESN, vo� ba 
parametrov v ESN a výsledky predikcie ESN pre tri typy úloh: Funkcie sínus, systému 
Mackey-Glass a postupnosti fluktuácie výkonnosti lasera. ESN boli testované so sie� ami 
malého sveta uvedenými v kapitolách 4.4 a 4.5, teda rovnostárskou a aristokratickou sie�  a 
všetkými sie� ami uvedenými v kapitole 5, teda plne prepojenou sie� ou, náhodne generovanou 
sie� ou a sie� ou s lokálnymi podsie� ami s rovnakou hustotou ako majú siete malého sveta 
a mrie�kami typu 2D, 3D a 4D. 
 
Ve� kos�  dynamického rezervoára, teda po� et vrcholov v týchto sie� ach bola volená 
v rozmedzí od 25 a� po 400 vrcholov, tak aby bolo mo�né sledova�  zmenu výkonností 
jednotlivých modelov sietí v ESN s oh� adom na ve� kos�  DR a zárove
  aby bolo mo�né zisti� , 
� i je výhodnejšie pou�i�  viac neurónov alebo špeciálny druh siete v DR. 

6.1 Príprava sietí pre dynamický rezervoár 
� alším krokom po vytvorení sietí malého sveta je pou�i �  túto sie�  a 	 alšie siete ako 
dynamický rezervoár pre ESN. V be�nej ESN sieti sú neuróny v dynamickom rezervoári 
prepojené navzájom tak, �e vytvárajú náhodnú sie� . Pod� a [3] je vhodné, ke	  má sie�  nízku 
hustotu spojení. Vytvorené prepojenia sú ohodnotené a majú smer, teda po� iato� ný neurón 
a cie� ový neurón. V be�ných sie� ach malého sveta nie je ur� ený smer prepojení ani jeho váha, 
preto je nutné chýbajúce vlastnosti doplni� , tak aby zodpovedali dynamickému rezervoáru 
ESN. Smer prepojení je sú� as� ou generovania rovnostárskej siete z kapitoly 4.4, kde sa u� pri 
vytváraní pravidelnej siete jednotlivé prepojenia generujú ako smerové. V kapitole 4.5 
zostrojená aristokratická sie�  je generovaná spôsobom, ktorá neumo�
 uje ur� i�  smer pri 
jednotlivých prepojeniach. Nové prepojenia sa toti� odvádzajú od po� tu u� existujúcich 
prepojení pri jednotlivých vrcholoch a pridaním iba jednosmerného prepojenia by sme 
pravdepodobnos�  vzniknutia 	 alších spojení pre cie� ový neurón nezvýšili. Tým pádom by ani 
uvedený algoritmus tvorby siete nefungoval. Z toho dôvodu je výsledná sie�  tvorená 
obojsmernými spojmi, teda ak existuje spojenie medzi vrcholmi z A do B, tak existuje 
spojenie z B do A. Tým sme zachovali topológiu aj parametre siete v priestore sietí malého 
sveta. � alšie typy sietí sú všetky tvorené u� s oh� adom na potrebu smerových prepojení. 
V prípade pravidelných mrie�ok, platí tie�, �e ka�dé smerové prepojenie má aj opa� ný 
ekvivalent. Pri lokálnych a náhodných sie� ach to neplatí. 
 
Všetky siete sú generované vo forme inciden� nej matice, kde existujúce prepojenie medzi 
vrcholom n a vrcholom m, smerujúce z vrcholu n do vrcholu m je reprezentované hodnotou 1 
na súradniciach matice (n, m). Ak takéto prepojenie neexistuje, je hodnota v matici rovná 0. 
Následne je matica odovzdaná do procesu prípravy DR, kde sa hodnoty matice upravia pod� a 
nastavenia parametrov ESN siete. To znamená, �e v prvom rade sa jednotkové hodnoty 
v matici nahradia náhodne generovanými z intervalu (-1, 1) a potom sa upraví spektrálny 
polomer matice, tak aby zodpovedal škálovaciemu koeficientu � . Takto vytvorená sie�  je 
pripravená na pou�itie v DR. 
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Jednotlivé siete sú generované s nasledujúcimi parametrami: Pre siete malého sveta, náhodné 
siete a siete s lokálnymi prepojeniami bol stanovený priemerný stupe
  vrcholu na 6. Pri 
rovnostárskej sieti a sieti s lokálnymi prepojeniami to znamená, �e pri tvorbe grafu sa 
generujú vrcholy s priemerne šiestimi prepojeniami, pri aristokratickej sieti to znamená, �e 
pre parametre n a n0 platí n = n0 = 6. Pri náhodných sie� ach je prislúchajúco zvolená hustota 
siete ako �  = V / 6, kde V je po� et vrcholov v sieti. Pre siete pravidelných mrie�ok nie je 
mo�né meni�  hustotu siete a stupne vrcholov. Pri 2D mrie�ke je stupe
  pri všetkých 
vrcholoch rovný 4. Pri 3D mrie�ke je stupe
  vrcholov rovný 6. Pre 4D mrie�ku platí, �e 
všetky jej vrcholy majú stupe
  8. 

6.2 Vo�ba parametrov pre trénovanie ESN 
Tak ako pri ESN s be�nou náhodne vytvorenou sie� ou v dynamickom rezervoári, aj pri 
sie� ach malého sveta, lokálnych sie� ach a pravidelných mrie�kach je nutné nastavi�  
jednotlivé parametre ESN. Vyu�ijeme pri tom mo�nosti, ktoré ponúka kapitola 3.4, najmä 
intuitívnu vo� bu parametrov a systematické prechádzanie priestoru hodnôt parametrov 
s kontrolou výkonnosti ESN. Najviac pozornosti je venovaných správnej vo� be spektrálneho 
polomeru matice DR vzh� adom k danej úlohe. Extra bias vstup je pou�itý, vtedy ak je 
natrénovanie siete pomerne dobré ale napriek tomu pri pou�ití testovacej postupnosti sie�  
rýchlo stráca stabilitu. Toto bolo pozorované pri Mackey-Glass postupnosti a v malej miere aj 
pri postupnosti fluktuácie výkonnosti lasera. Pre postupnos�  Mackey-Glass je pou�itá 
modifikácia neurónov s plynúcou integráciou v DR pod� a kapitoly 3.5. Pou�itý bol vz� ah 
(3.12) s ve� kos� ou kroku d = 1. Parametre pre neuróny s plynúcou integráciou, teda konštanta 
oslabenia a a � asová konštanta t  boli zvolené s oh� adom na výkonnos� , pri� om boli 
otestované viaceré nastavenia z priestoru mo�ných hodnôt.  
 
Výber parametrov je riešený pre jednu úlohu predikcie jeden krát a rovnaké parametre siete sú 
pou�ité pre ka�dú ve� kos�  DR aj rôzne typy sietí v DR, tak aby boli výsledky priamo 
porovnate� né. Pri všetkých sie� ach sú tie� pre jeden typ úlohy predikcie a všetky typy DR 
nastavené rovnaké hodnoty pre � as inicializácie T0, � as trénovania TTRAIN = T – T0 a � as 
testovania TTEST. 
 
Všetky tri úlohy predikcie sú rovnakého typu, pri ktorom existuje na výstupe ESN jeden 
výstupný neurón na ktorom daná sie�  po� as testovania predikuje nau� enú postupnos� . Tento 
výstupný neurón je zárove
  vstupom pre dynamický rezervoár cez spätné spojenia. 
Samostatné vstupné neuróny v tomto type nie sú. Vz� ah pre výpo� et vnútorného stavu 
dynamického rezervoára po� as trénovania je ur� ený pod� a vz� ahu (3.6), po� as testovania 
pod� a vz� ahu (3.7) a aktivácia výstupného neurónu je ur� ená vz� ahom (3.8). Pri náro� nejších 
úlohách je mo�né pou�i�  extra vstup biasu, ktorý sa do výpo� tu vnútorného stavu 
dynamického rezervoára pridáva formou jedného vstupného neurónu s konštantnou 
aktiváciou s hodnotou BIAS, kde BIAS je parameter extra biasu. Tento vstupný neurón je 
spojený s dynamickým rezervoárom váhami v matici Wbias. Váhy v tejto matici sú náhodne 
generované v intervale (-1, 1). 

6.3 Predikcia funkcie Sínus 

6.3.1 Funkcia Sínus 
Predikcia funkcie sínus predstavuje jeden z � ahších problémov pre ESN. To znamená, �e sie�  
je schopná sa nau� i�  predikova�  funkciu sínus s ve� kou presnos� ou a na vysoký po� et krokov 
bez toho aby došlo k destabilizácií. V [3] je napríklad pre túto úlohu natrénovaná sie�  s iba 20 
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neurónmi v dynamickom rezervoári, pri� om tento po� et je z poh� adu ESN nízky. Pre � a�šie 
úlohy sa be�ne pou�ívajú DR s ve� kos� ou 300 aj 500 neurónov. Na obrázku 6.1 je zobrazený 
priebeh funkcie sínus tak, ako bol pou�itý na trénovanie ESN. Výstup siete na ktorú je sie�  
trénovaná je daný funkciou d(n) = 0,5 sin(n/10) podobne ako v príklade uvedenom v [14].  
 

 
 

Obr. 6.1 Trénovacia postupnos�  pre funkciu sínus. 

6.3.2 Parametre trénovania a ve � kosti DR 
V kapitole 6.2 boli bli�šie popísané metódy vo� by parametrov. Na tomto mieste preto priamo 
uvádzam hodnoty parametrov pou�itých na testovanie kvality predikcie všetkých typov DR v 
ESN: 
 
T0 = 100 
TTRAIN =  500 
TTEST = 500 
ALFA = 0,85 
BIAS = 0 
NOISE = 0 
 
� alej boli zvolené ve� kosti DR, teda po� ty vrcholov v jednotlivých sie� ach takto: 
 
Pre SWN, plné siete a náhodné siete: 25, 50, 100, 200, 300, 400 
Pre siete s lokálnymi prepojeniami a 2D mrie�ku: 25, 49, 100, 196, 289, 400 
Pre 3D mrie�ku: 27, 64, 125, 216, 343 
Pre 4D mrie�ku: 81, 256 

6.3.3 Predikcia ESN 
Výpo� ty prebehli pre ka�dý typ a ve� kos�  siete 100 krát a z nich je pre ka�dý testovací krok 1 
a� 500 vypo� ítaná hodnota priemeru z logaritmu (so základom 10) absolútnej chyby. To 
znamená, �e po� ítame priemerný dosiahnutý rád chyby. Ak by sme toti� vzali priemer 
kvadratickej chyby (Mean Square Error, MSE) alebo priamo priemer absolútnej chyby, sta� í 
jedna nestabilná sie� , ktorá ovplyvní všetky výsledky. Ak má 99 sietí chybu na úrovni ±10-7 a 
jedna sie�  nedoká�e stabilne predikova�  úlohu a má chybu rovnú 0,7, výsledná MSE je 
v danom � ase namiesto 10-14 rovná 0,49́10-3, � o iba hovorí o najhoršej sieti v danej stovke a 
nie o kvalite predikcie ostatných sietí. Ak pou�ijeme priemer rádu absolútnej chyby, bude 
výsledná hodnota priemeru namiesto -7 rovná -6,9, � o u� hovorí o tom, �e vä� šina sietí 
zvládla testovanie s absolútnou chybou 10-7. Výsledky MSE boli nedostato� né aj z toho 
dôvodu, �e opätovný beh trénovania a predikcie dospel k iným výsledkom, kde najhoršie siete 
v jednotlivých behoch dosahovali rozdielne výsledky a tým pádom sa menilo aj poradie 
kvality predikcie pre testované typy sietí. 
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V  grafe na obrázku 6.2 mô�eme vidie�  výsledky priemeru rádu absolútnej chyby trénovania 
sietí s po� tom neurónov 25 (pre 3D mrie�ku 27) v dynamickom rezervoári. Ako je vidie�  
�iaden typ siete nedosiahol s týmto po� tom neurónov stabilné výsledky a u� po 20-tich 
krokoch chyba pri všetkých sie� ach prerástla cez hodnotu 10-2. Najlepšie výsledky dosiahla 
plná sie�  a 3D mrie�ka, ktorá mala v dynamickom rezervoári o dva neuróny viac. 
 

 
 

Obr. 6.2 Vývoj rádu absolútnej chyby predikcie ESN pre 25 neurónový DR. 3D mrie�ka obsahuje 27 neurónov. 
 
Na obrázku 6.3 vidíme výsledky pre siete s pä� desiatimi neurónmi v dynamickom rezervoári. 
Všetky siete okrem náhodnej siete u� dokázali stabilne predikova�  funkciu sínus pre 
kompletných 500 krokov testovania. V tomto prípade najlepšie predikovala funkciu sie�  
obsahujúca 3D mrie�ku a to s ve� kou pravdepodobnos� ou v	 aka výhode 64 neurónov 
v dynamickom rezervoári. Po 3D mrie�ke nasledujú aristokratická SWN, sie�  s lokálnymi 
prepojeniami, rovnostárska SWN a 2D mrie�ka. 
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Obr. 6.3 Vývoj rádu absolútnej chyby predikcie ESN pre 50 neurónový DR. 3D mrie�ka so 64 neurónmi. 
 
Na obrázku 6.4 je zobrazený graf vývoja rádu chyby predikcie pre 100 neurónové siete. 
Náhodná sie�  je opä�  na poslednom mieste. Doká�e si ale udr�a�  v priemere presnos�  na 
úrovni 10-1. Pri ostatných sie� ach mô�eme pozorova�  výrazné zvýšenie presnosti predikcie 
v porovnaní s 50 neurónovými sie� ami. Rozdiel medzi výkonnos� ami ostatných sietí sa 
zmenšil a po� as celého testovacieho behu nie je vä� ší ako 1,5 rádu. Najlepšie výsledky 
dosiahla sie�  s 3D mrie�kou opä�  pravdepodobne kvôli vyššiemu po� tu neurónov v DR, 
v tomto prípade o 25 neurónov. Naopak 4D mrie�ka s iba 81 neurónmi nevykazuje 
pozorovate� né zhoršenie kvality predikcie oproti sie� am zo 100 neurónmi. 
 

 
 

Obr. 6.4 Vývoj rádu absolútnej chyby predikcie ESN pre 100 neurónový DR. 3D mrie�ka so 125 neurónmi. 4D 
mrie�ka s 81 neurónmi. 

 
Obrázok 6.5 zobrazuje priebeh priemerného rádu chyby pri 200 neurónových sie� ach. 
Náhodná sie�  si zlepšila kvalitu predikcie na úrove
  pribli�ne 10-4. Ostatné siete vykazujú 
ve� mi podobnú výkonnos�  ako pri 100 neurónových sie� ach. Na kvalitnejšom konci sa 
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umiestnila sie�  rovnostárska, sie�  s lokálnymi prepojeniami a 2D mrie�ka. Naopak horšie 
dopadli plne prepojená sie�  a 3D mrie�ka. Aristokratická sie�  skon� ila medzi týmito sie� ami.  
 

 
 

Obr. 6.5 Vývoj rádu absolútnej chyby predikcie ESN pre 200 neurónový DR. 3D mrie�ka s 216 neurónmi. 
 
Graf na obrázku 6.6 zobrazuje vývoj kvality predikcie pre siete s 300 neurónmi 
v dynamickom rezervoári. Kvalita predikcie pri pou�ití náhodnej siete sa zvyšuje na úrove
  
chyby a� ku 10-8. Ostatné siete si zachovávajú rovnakú výkonnos�  ako pri 200 neurónovom 
dynamickom rezervoári. 
 

 
 

Obr. 6.6 Vývoj rádu absolútnej chyby predikcie ESN pre 300 neurónový DR. 3D mrie�ka s 343 neurónmi. 4D 
mrie�ka s 256 neurónmi. 

 
Kvalita predikcie sietí s ve� kos� ou dynamického rezervoára 400 neurónov je zobrazená na 
obrázku 6.7. A� pri tomto po� te neurónov sa náhodná sie�  dotiahla výkonnos� ou na ostatné 
siete. Najlepšie dokázali predikova�  siete s lokálnymi prepojeniami, rovnostárske siete a 2D 
mrie�ka. Aristokratická sie�  dosiahla o rád ni�šiu presnos�  predikcie a ešte s o jeden rád 
ni�šou presnos� ou predikcie skon� ila plná sie�  a náhodná sie� . 
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Obr. 6.7 Vývoj rádu absolútnej chyby predikcie ESN pre 400 neurónový DR. 
 
Obrázok 6.8 sumarizuje výsledky pre testovanie ESN na predikciu funkcie sínus. Pre ka�dý 
typ siete s po� tom neurónov v dynamickom rezervoári od 50 a� po 400 bol vypo� ítaný 
priemer rádu chyby pre celý beh testovania, teda z � asov 0 a� 500. 
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Obr. 6.8 Priemerný rád chyby pre � asy 0 a� 500 pre všetky typy sietí a ve� kosti od 50 do 400 neurónov v DR. 
Na x-ovej osi je po� et neurónov jednotlivých sietí. Na y-ovej osi je priemerný rád chyby predikcie pre uvedené 

siete za celú dobu testu. 
 
Ukazuje sa, �e všetky typy sietí okrem náhodnej siete dokázali predikova�  úlohu s ve� mi 
podobnými výsledkami. Rozhodujúcim faktorom sa tak stáva nie typ siete v dynamickom 
rezervoári, ale práve dostato� ný po� et neurónov v 
 om. Pri sie� ach s viac ako 80 neurónov sú 
výsledky ve� mi vyrovnané a nie je dôvod pou�i�  pre túto úlohu špeciálny typ siete. Dôle�itým 
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zistením je nízka kvalita predikcie pri pou�ití náhodnej siete. Vývoj kvality predikcie sa 
v tomto prípade zlepšoval lineárne s po� tom neurónov v DR a dosiahol kvality ostatných sietí 
a� pri 400 vrcholovej sieti. 

6.3.4 Vplyv hustoty siete v DR na presnos �  predikcie 
Po vyššie uvedených testoch, kde siete s rôznou hustotou prepojení vykazovali pribli�ne 
rovnakú výkonnos�  ako plne prepojené siete je u�ito� né sa zaobera�  otázkou, do akej miery 
hustota prepojení v dynamickom rezervoári ur� uje kvalitu predikcie. Pre nasledujúci test tak 
bola zvolená sie�  so 196 neurónmi v dynamickom rezervoári. Prepojenia v sieti boli tvorené 
štyrmi spôsobmi, pri ktorých je mo�né meni�  hustotu siete. Pou�ité boli lokálne prepojené 
siete, aristokratické siete, rovnostárske siete a náhodné siete. 
 
Na obrázku 6.9 je zobrazený graf s dosiahnutými výsledkami. Hustota sietí sa pohybovala od 
plne prepojenej siete a� k 1,0%. Ako vidno z výsledkov, opakuje sa slabšia výkonnos�  
náhodnej siete, ktorá sa nezlepšuje dokonca ani pri 90% hustote a zostáva takmer konštantná 
na úrovni chyby 10-4. Prekvapujúce je náhle zlepšenie výkonnosti náhodnej siete pri hustote 
prepojení na úrovni 1%, kedy platí, �e priemerný po� et prepojení stup
 a vrcholu je rovný 2. 
Toto zlepšenie nie je náhodné a je opakovate� né pri opakovaných behoch testov. Vysvetli�  sa 
dá tým, �e pre túto konkrétnu úlohu predikcie funkcie sínus s uvedenými zvolenými 
parametrami trénovania je takýto stupe
  vrcholu v sieti obzvláš�  vyhovujúci na zakódovanie 
presnej dynamiky. Pri ostatných sie� ach s touto hustotou sú výsledky tie� v podobnej úrovni, 
� o potvrdzuje túto domnienku. Tým, �e ESN je riešenie typu � iernej skrinky, nie je mo�né bez 
podrobnej analýzy priebehu vnútorných stavov a aktivácií presnejšie ur� i�  prí� inu tohto javu. 
Pri ve� kosti siete 196 neurónov je ale takéto podrobné analyzovanie do zna� nej miery 
nemo�né. 
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Obr. 6.9 Priemerný rád absolútnej chyby po� ítaný z celého testovacieho behu 500 krokov. Testované sú štyri 

typy siete v závislosti od hustoty siete. Pre porovnanie je zobrazená aj výkonnos�  plnej siete. Po� et neurónov v 
DR bol zvolený na 196 neurónov. 
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Hlavným prínosom testu je ale zistenie, �e výkonnos�  predikcie ESN z ve� kej miery nie je 
závislá od hustoty prepojení neurónov v dynamickom rezervoári. Siete s lokálnymi 
prepojeniami, rovnostárske siete a aristokratické siete dosiahli zhodné kvality predikcie pre 
hustoty v rozmedzí 90% a� 5%. Navyše bola táto kvalita zhodná aj s kvalitou predikcie plne 
prepojenej siete. A� pri poklese hustoty pod 5% nastáva zní�enie kvality predikcie a na úrovni 
1% sa tak siete kvalitou stretávajú s náhodnou sie� ou. 
 
Pri menšej hustote ako 1%, ktorá u� nebola testovaná u� vo vä� šej miere dochádza 
k vytváraniu izolovaných neurónov a tým pádom nie je mo�né hovori�  o lokálne prepojených 
sie� ach alebo sie� ach malého sveta iba o náhodných sie� ach. 

6.4 Predikcia Mackey-Glass systému 

6.4.1 Mackey-Glass systém 
� asto pou�ívaným testom pre modely, ktoré sú testované na schopnos�  u� i�  sa dynamický 
systém je u� enie na úlohu chaotického atraktora. Mackey-Glass systém je zdrojom takejto 
� asovej postupnosti, ktorá je popísaná nasledujúcim vz� ahom. 
 
 )())(1/()()( tytytyty htta b --+-=�  (6.1) 
 
Nastavenie parametrov, ktoré sa pou�íva pri takýchto úlohách je �  = 0,2, �  = 10, 	  = 0,1. 
Rovnaké nastavenie pou�ijeme aj v tejto práci. Systém obsahuje chaotický atraktor ak 

  > 16,8. Pre vä� šinu pou�ití je zvolený 
  = 17, ktorý vedie k miernemu chaotickému 
atraktoru. Upravením vz� ahu pre diskrétne systémy a dosadením pou�itých parametrov 
dostávame pou�itý vz� ah: 
 

 ��
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kde � asový krok �  zvolíme �  = 1/10 a následne vyberáme ka�dý 10 prvok postupnosti. Jeden 
krok z n ku n + 1 vo výslednej postupnosti korešponduje � asovému intervalu t a� t + 1 
pôvodného spojitého systému. Príklad postupnosti Mackey-Glass pou�itej v tejto práci je 
zobrazený na obrázku � . 6.10. Daná postupnos�  je pred pou�itím na trénovanie upravená 
transformáciou )1tanh( -= yy , podobne ako v práci [3]. 
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Obr. 6.10 Postupnos�  Mackey-Glass systému pre 
  = 17. 

6.4.2 Parametre trénovania a ve � kosti DR 
Rovnako ako pri vo� be parametrov pre funkciu sínus aj v tomto prípade bolo potrebné nájs�  
vhodné parametre pre simuláciu. Toto h� adanie sa uskuto� nilo pri sieti s ve� kos� ou 
dynamického rezervoára 300 neurónov a pri plnom prepojení neurónov. Na tomto mieste sú 
uvedené hodnoty parametrov pou�itých na testovanie kvality predikcie všetkých typov sietí 
pou�itých v DR: 
 
T0 = 1000 
TTRAIN =  1000 
TTEST = 1000 
ALFA = 0,8 
BIAS = 0,8 
NOISE = 10-6 
 
Ako neuróny boli z dôvodu pomalého priebehu � asovej postupnosti pou�ité neuróny 
s plynúcou integráciou z kapitoly 3.5 pod� a vz� ahu (3.12) s ve� kos� ou kroku d = 1. Parametre 
pre neuróny s plynúcou integráciou boli zvolené nasledovne: konštanta oslabenia a = 0,8 
a � asová konštanta t  = 0,4. 
 
� alej boli zvolené ve� kosti DR, teda po� ty vrcholov v jednotlivých sie� ach rovnako ako pri 
trénovaní na funkciu sínus, nasledovne: 
 
Pre SWN, plné siete a náhodné siete: 25, 50, 100, 200, 300, 400 
Pre siete s lokálnymi prepojeniami a 2D mrie�ku: 25, 49, 100, 196, 289, 400 
Pre 3D mrie�ku: 27, 64, 125, 216, 343 
Pre 4D mrie�ku: 81, 256 

6.4.3 Predikcia ESN 
Rovnako ako v predchádzajúcom prípade aj v tomto pou�ijeme na zobrazenie výsledkov 
priemer rádu absolútnej chyby zo 100 generovaní a trénovaní ESN. Výsledky MSE sú v tomto 
prípade stabilnejšie ako pri predikcii funkcie sínus. V práci uvádzané nie sú, preto�e 



 

36 

zobrazujú ve� mi podobné výsledky ako nasledujúce grafy a išlo by tak o zbyto� nú duplicitu. 
Grafy sú ale prístupné na prilo�enom dátovom médiu. 
 
U� na nasledujúcom obrázku 6.11 je mo�né vidie�  rozdiel v náro� nosti úlohy v porovnaní 
s predikciou funkcie sínus. Siete s 25 neurónovým dynamickým rezervoárom u� pri prvých 
testovacích krokoch dosahujú presnos�  priemerne iba na úrovni 10-2 a aj táto presnos�  ve� mi 
rýchlo klesá pod 10-1, kde u� sa nedá hovori�  o pou�ite� nej predikcii. Všetky siete dosiahli 
takmer rovnaké výsledky bez oh� adu na ich typ. 
 

 
 

Obr. 6.11 Vývoj rádu absolútnej chyby predikcie ESN pre 25 neurónový DR. 3D mrie�ka obsahuje 27 
neurónov. 

 
V grafe na obrázku 6.12 pokra� ujú výsledky pri pou�ití 50 neurónových DR podobným 
spôsobom ako na obrázku 6.11. Presnos�  predikcie sa o nie� o zlepšila. Rozdiely medzi 
sie� ami sú malé, je ale mo�né pozorova�  horšie výsledky náhodnej siete. 
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Obr. 6.12 Vývoj rádu absolútnej chyby predikcie ESN pre 50 neurónový DR. 3D mrie�ka obsahuje 64 
neurónov. 

 
Prvým prípadom, kde u� mô�eme hovori�  o dostato� nej predikcii Mackey-Glass systému je 
a� pou�itie sietí so 100 neurónmi v DR s výsledkami na obrázku 6.13. Opä�  mierne horšie 
výsledky dosahuje sie�  s náhodným prepojením neurónov. Niektoré siete si zachovávajú 
priemernú presnos�  10-2 a� 100 krokov testovacej postupnosti. Najlepšie výsledky dosiahla 
3D mrie�ka s výhodou vä� šieho dynamického rezervoára. Naopak 4D mrie�ka s DR s iba 81 
neurónmi predikovala Mackey-Glass postupnos�  ako druhá najhoršia. Opä�  sa ukazuje, �e  
rozhodujúcim faktorom pre presnos�  predikcie je po� et neurónov v dynamickom rezervoári 
a typ siete má na výsledok malý vplyv. 
 

 
 

Obr. 6.13 Vývoj rádu absolútnej chyby predikcie ESN pre 100 neurónový DR. 3D mrie�ka obsahuje 125 
neurónov. 4D mrie�ka obsahuje 81 neurónov. 
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Pri sie� ach s 200 neurónmi na obrázku 6.14 je mo�né pozorova�  ustálenie kvality predikcie na 
iba o málo lepšej úrovni ako pri 100 neurónoch. Plná sie�  dosahuje najlepšie výsledky a po� as 
prvých 50 krokov sa dr�í s presnos� ou pribli�ne 10-3. � alšie siete sa v kvalite dr�ia ve� mi 
blízko. 
 

 
 

Obr. 6.14 Vývoj rádu absolútnej chyby predikcie ESN pre 200 neurónový DR. 3D mrie�ka obsahuje 216 
neurónov. 

 
Siete s 300 neurónmi (obr. 6.15) a 400 neurónmi (obr. 6.16) predikujú ve� mi podobne ako 
v predchádzajúcom prípade. Rozdiely v kvalite predikcie sú malé a v grafoch nevýrazné. 
Celkovo mô�eme poveda� , �e v tejto fáze dosiahla predikcia Mackey-Glass systému pomocou 
ESN svoje maximum. 
 

 
 

Obr. 6.15 Vývoj rádu absolútnej chyby predikcie ESN pre 300 neurónový DR. 3D mrie�ka obsahuje 343 
neurónov. 4D mrie�ka obsahuje 256 neurónov. 
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Obr. 6.16 Vývoj rádu absolútnej chyby predikcie ESN pre 400 neurónový DR. 
 
Obrázok 6.17 sumarizuje výsledky pre testovanie ESN na predikciu systému Mackey-Glass. 
Pre ka�dý typ siete s po� tom neurónov v dynamickom rezervoári od 25 a� po 400 bol 
vypo� ítaný priemer rádu chyby pre beh testovania z � asov 0 a� 100, preto�e v � asoch vä� ších 
ako 100 siete strácali schopnos�  predikova�  postupnos� . Pravdepodobne vplyvom náro� nosti 
úlohy sa neopakuje negatívny výsledok náhodne generovaných sietí z predikcie funkcie sínus. 
Všetky siete dosiahli toti� priemernú presnos�  predikcie nie lepšiu ako 10-3, pri� om pri 
funkcii sínus bola presnos�  predikcie na úrovni 10-12. Najlepšie výsledky dosiahla plne 
prepojená sie� . Všetky ostatné siete sa dr�ali v priestore pribli�ne o pol rádu vyššie, pri� om 
najmenej presved� ivé výsledky mala sie�  tvorená náhodne. 
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Obr. 6.17 Priemerný rád chyby pre � asy 0 a� 100 pre všetky typy sietí. Na x-ovej osi je po� et neurónov 
jednotlivých sietí a na y-ovej osi je priemerný rád chyby za dobu testu od � asu 0 a� po � as 100. 
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6.5 Predikcia fluktuácie lasera 

6.5.1 Fluktuácia vy�arovania lasera 
Postupnos�  dát vy�arovania lasera pochádza zo sú� a�e The Santa Fe Time Series Competition 
Data uskuto� nenej v roku 1991, ktorej úlohou bolo porovna�  výkonnos�  rôznych predik� ných 
systémov na údajoch z viacerých oblastí. Postupnos�  kolísania výkonnosti lasera [17] je 
dátový set obsahujúci 1000 bodov postupnosti a v rozšírenej verzii, ktorá bola pou�itá v tejto 
práci 	 alších 10 000 bodov postupnosti. Postupnos�  reprezentuje intenzitu vy�arovania 
infra� erveného lasera v chaotickom stave. Vzh� adom na to, �e ide o presné laboratórne 
merania, pova�ujú sa dáta za nezašumené. Tieto dáta boli zvolené najmä preto�e ide o dobrý 
príklad komplikovaného správania, ktoré mô�e by�  pozorované v � istých, stacionárnych a  
netriviálnych fyzikálnych systémoch pre ktoré sú zákonitosti dobre preskúmané a popísané v 
rovniciach. Príklad postupnosti vy�arovania lasera pou�itej v tejto práci je zobrazený na 
obrázku � . 6.18. Daná postupnos�  je pred pou�itím na trénovanie upravená transformáciou 

)
255
3

tanh( yy = , tak aby bola postupnos�  transformovaná do intervalu (0, 3) a následne 

funkciou tanh do intervalu (0, 1). 
 

 
 

Obr. 6.18 Postupnos�  vy�arovania infra� erveného lasera. Pôvodná postupnos�  pred transformáciou. 

6.5.2 Parametre trénovania a ve � kosti DR 
Rovnako ako pri vo� be parametrov pre funkciu sínus a Mackey-Glass postupnos�  aj v tomto 
prípade bolo potrebné nájs�  vhodné parametre pre simuláciu. Toto h� adanie sa uskuto� nilo pri 
sieti s ve� kos� ou dynamického rezervoára 300 neurónov a pri plnom prepojení neurónov. Na 
tomto mieste sú uvedené výsledne zvolené hodnoty parametrov pou�itých na testovanie 
kvality predikcie všetkých typov sietí pou�itých v DR: 
 
T0 = 1000 
TTRAIN =  2000 
TTEST = 500 
ALFA = 0,3 
BIAS = 0,15 
NOISE = 0 
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Neuróny sú v tomto prípade pou�ité klasické, bez plynúcej integrácie rovnako ako pri 
predikcii funkcie sínus. Ako si je mo�né všimnú� , bola zvolená nízka hodnota škálovacieho 
koeficientu � , � o znamená, �e dynamika tejto úlohy je rýchla a úloha pracuje s krátkou 
pamä� ou v dynamickom rezervoári. Ide o opa� ný prípad ako pri postupností Mackey-Glass, 
ktorá mala dlhú pamä�  a pomalú dynamiku. 
 
� alej boli zvolené ve� kosti DR, teda po� ty vrcholov v jednotlivých sie� ach rovnako ako pri 
trénovaní na funkciu sínus, nasledovne: 
 
Pre SWN, plné siete a náhodné siete: 25, 50, 100, 200, 300, 400 
Pre siete s lokálnymi prepojeniami a 2D mrie�ku: 25, 49, 100, 196, 289, 400 
Pre 3D mrie�ku: 27, 64, 125, 216, 343 
Pre 4D mrie�ku: 81, 256 

6.5.3 Predikcia ESN 
Rovnako ako v predchádzajúcich prípadoch aj v tomto pou�ijeme na zobrazenie výsledkov 
priemer rádu absolútnej chyby zo 100 generovaní a trénovaní ESN. Pri pou�ití 25 neurónov 
neboli siete schopné nau� i�  sa postupnos�  na viac ako zopár nasledujúcich krokov, preto tento 
prípad nebudem uvádza� . Výsledky predikcie pre 50, 100, 200, 300 a 400 neurónov sú 
zobrazené v grafoch na obrázkoch 6.19, 6.20, 6.21, 6.22 a 6.23. Jednozna� ne zobrazujú, �e 
pre prípad predikcie fluktuácií lasera na type siete v dynamickom rezervoári nezále�í a jediný 
vplyv na kvalitu predikcie má zmena ve� kosti DR. 
 

 
 

Obr. 6.19 Vývoj rádu absolútnej chyby predikcie ESN pre 50 neurónový DR. 3D mrie�ka obsahuje 64 
neurónov. 
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Obr. 6.20 Vývoj rádu absolútnej chyby predikcie ESN pre 100 neurónový DR. 3D mrie�ka obsahuje 125 
neurónov. 4D mrie�ka obsahuje 81 neurónov. 

 
 

 
 

Obr. 6.21 Vývoj rádu absolútnej chyby predikcie ESN pre 200 neurónový DR. 3D mrie�ka obsahuje 216 
neurónov. 
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Obr. 6.22 Vývoj rádu absolútnej chyby predikcie ESN pre 300 neurónový DR. 3D mrie�ka obsahuje 343 
neurónov. 4D mrie�ka obsahuje 256 neurónov. 

 
 

 
 

Obr. 6.23 Vývoj rádu absolútnej chyby predikcie ESN pre 400 neurónový DR. 
 
Celkové výsledky predikcie fluktuácie lasera sú zhrnuté na obrázku 6.24, ktorý zobrazuje 
priemerný rád chyby pre prvých sto krokov predikcie pre všetky typy sietí a ve� kosti DR od 
50 do 400 neurónov. Z grafu vyplýva, �e potrebnú kvalitu na zvládnutie predikcie 100 krokov 
postupnosti fluktuácie lasera siete dosahujú a� pri 250 a viac neurónoch v dynamickom 
rezervoári. Naopak hustota siete alebo typ siete má na kvalitu predikcie minimálny vplyv. Je 
tak ukázané, �e siete s nízkou hustotou prepojení dosahujú rovnaké výsledky ako plne 
prepojené siete. Napr. aristokratická sie�  so 400 neurónmi má hustotu prepojení 1,5% s 
kvalitou predikcie iba o 0,06 rádu horšou ako plná sie� . 
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Obr. 6.24 Priemerný rád chyby pre � asy 0 a� 100 pre všetky typy sietí. Na x-ovej osi je po� et neurónov 
jednotlivých sietí a na y-ovej osi je priemerný rád chyby za dobu testu v � ase 0 a� 100. 
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7 Zhodnotenie 

Úlohou tejto práce bolo objasni�  do akej miery je výkonnos� , stabilita a kvalita predikcie ESN 
sie� ou závislá na vnútornom poprepájaní neurónov v dynamickom rezervoári. Z výsledkov 
experimentov, v ktorých boli pou�ité ako základ dynamického rezervoáru rôzne druhy sietí 
vrátane dvoch typov sietí malého sveta mô�eme odvodi� , �e výkonnos� , stabilita a kvalita 
predikcie ESN nezávisí alebo závisí iba minimálne od poprepájania neurónov v dynamickom 
rezervoári, pokia�  udr�íme minimálnu úrove
  spojení. Pre kvalitu predikcie sú tak podstatne 
dôle�itejšie ako po� et prepojení v sieti dynamického rezervoára ostatné parametre ESN, a to 
najmä ve� kos�  dynamického rezervoára, teda po� et neurónov v 
 om, zvolenie škálovacieho 
koeficientu �  ako aj ostatné parametre. Topológia vo vä� šine prípadov pre ESN nie je 
ur� ujúca a neprináša lepšie alebo horšie výsledky.  
 
Typ siete v dynamickom rezervoári má na kvalitu predikcie vä� ší vplyv najmä pri 
jednoduchých úlohách, pri ktorých je mo�né dosiahnu�  presnos�  predikcie lepšiu ako 10-10. 
V takom prípade mô�e nasta�  problém, ako nastal pri náhodnej sieti v úlohe predikcie funkcie 
sínus, ke	  náhodne generované siete s rovnakým po� tom prepojení ako siete malého sveta 
nedokázali zvládnu�  predikciu s rovnakou presnos� ou. Ak sú však úlohy náro� nejšie 
a maximálna presnos�  predikcie sa pohybuje napríklad na úrovni 10-4, � i u� kvôli pou�itiu 
šumu po� as trénovania alebo samotnej náro� nosti úlohy, typ siete v dynamickom rezervoári 
ovplyv
 uje výkonnos�  predikcie iba minimálne. 
 
Rovnako je mo�né poveda� , �e zni�ovanie hustoty prepojení siete v dynamickom rezervoári 
nemení výkonnos�  siete a je mo�né túto zní�i�  pod� a ve� kosti siete na 3% a� 1,5%. 
Vzh� adom na to, �e najmä v jednoduchších prípadoch náhodné siete nedokázali dosiahnu�  
kvalitu a stabilitu predikcie ostatných sietí je odporú� anie tejto práce také, �e vhodnejšie ako 
náhodné siete je pre dynamický rezervoár pou�itie niektorej z pravidelných sietí, � i u� 
mrie�ky alebo lokálne prepojených sietí, prípadne aj sietí malého sveta. Hustotu prepojení je 
mo�né bez negatívnych výsledkov zní�i�  na pribli�ne 3% pri 200 neurónovom dynamickom 
rezervoári a a� na 1,5% pre DR so 400 neurónmi. V prípade rozsiahlejších sietí je mo�né 
hustotu zní�i�  ešte viac. 
 
To mô�e by�  u�ito � né pri vyu�ití optimalizácií po� as výpo� tu pseudoinverznej matice, aj ke	  
nejde o podstatné zní�enie komplexity výpo� tu. Ukázali sme, �e vä� šinou nezávisí na metóde 
redukovania po� tu prepojení siete, siete teda predikujú dobre pre vä� šinu topológií prepojení 
dynamického rezervoáru. Pou�itie sietí malého sveta v dynamickom rezervoári neukázalo 
�iadne zlepšenie v porovnaní napríklad s lokálne prepojenými sie� ami alebo mrie�kami. 
 
Záverom tejto práce je tak konštatovanie, �e pre ESN sa dá náro� nos�  výpo� tu vä� šinou 	 alej 
optimalizova�  zní�ením po� tu prepojení. Ke	  chceme pou�i�  topológiu s redukovaným 
po� tom prepojení, namiesto � asto vyu�ívanej topológie náhodného grafu je vhodné zvoli�  inú 
topológiu, pri� om si mô�eme zvoli�  � ubovo� ne zo sietí zalo�ených na 2D � i 3D mrie�ke, 
lokálnom prepojení alebo sie� ach malého sveta. 
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Príloha A Technická dokumentácia 

Vzh� adom na zameranie tejto práce smerom k samotnému skúmaniu ESN sietí a nie na 
vytvorenie programového produktu, obmedzím sa v tejto technickej dokumentácii na stru� ný 
popis vytvoreného programu a jeho tried. Bli�šie popíšem niektoré zvolené algoritmy. Všetky 
zdrojové kódy vytvorené po� as riešenia projektu sú umiestnené na prilo�enom dátovom 
disku. 

A.1 Popis vytvoreného programu 
Program na trénovanie a testovanie ESN s menom MyEchoStatesNets bol implementovaný 
v jazyku C# vo vývojovom prostredí Microsoft Visual Studio 2005. Program je spustite� ný na 
opera� nom systéme Windows XP a vyššom. Na beh je potrebné ma�  nainštalovaný .NET 
Framework 2.0, ktorý sa nainštaluje automaticky pri inštalácií programu a je prilo�ený na CD 
médiu. 
 
Program komunikuje s pou�ívate� om pomocou preh� adného formulárového panelu, kde je 
mo�né nastavi�  všetky potrebné parametre. Vysvetlenie jednotlivých polo�iek a pou�itie 
programu je popísané v pou�ívate� skej príru� ke v prílohe B.  
 
V programe bola pou�itá vo� ne dostupná kni�nica na prácu s maticami DotNetMatrix, ktorá 
zabezpe� uje všetky výpo� tové operácie s maticami. V kni�nici boli upravené iba funkcie na 
textový výpis obsahu matice. 

A.2 Popis tried 
Program je vytvorený z 8 tried. Základná trieda programu je Form1, ktorá obsahuje hlavné 
okno programu s pou�ívate� ským rozhraním. Trieda 	 alej zabezpe� uje spúš� anie 
a pozastavovanie výpo� tového vlákna programu a zobrazovanie výsledkov v okne programu. 
 
Trieda CreateNet zabezpe� uje vytvorenie siete pod� a zadaných parametrov vo formulári, 
pri� om generovanie sietí prebieha pomocou triedy Network. 
 
Trieda FullESNTest zabezpe� uje kompletný beh všetkých testov, ktoré boli zobrazené 
v kapitole 6. Výsledky zapisuje do výstupných súborov, ktorých obsah je popísaný 
v pou�ívate� skej príru� ke. 
 
Trieda FunctionGenerator zabezpe� uje generovanie postupností pre trénovanie a testovanie 
sietí. Funkcia sínus ako aj systém Mackey-Glass sú vypo� ítavané algoritmom. Postupnos�  
intenzity vy�arovania lasera je na� ítavaná zo súboru AA.dat. 
 
Trieda NetTests bola pou�itá na vytvorenie nieko� kých testov pre skúmanie vlastností rôzne 
vygenerovaných sietí. Vo finálnej verzii nie je pou�ívaná, resp. prvky pou�ívate� ského 
prostredia, ktoré spúš� ali jej funkcie boli odstránené. 
 



 

 
 

49 

Samotné generovanie sietí zabezpe� uje trieda Network, kde existuje pre ka�dý typ siete 
príslušná funkcia, ktorej výstupom je inciden� ná matica siete. Trieda Network zabezpe� uje aj 
výpo� et parametrov siete: hustota siete, koeficient klasterizácie, priemerná vzdialenos�  
vrcholov v sieti, distribúcia stup
 a vrcholov. Táto trieda spolu s triedou TestESN tvorí jadro 
programu. Jej algoritmy sú bli�šie popísané v nasledujúcej kapitole. 
 
Trieda SetupESN obsahuje všetky parametre ESN a jej dynamický rezervoár tvorený jednou 
zo sietí generovaných triedou Network. Po ukon� ení trénovania a testovania obsahuje aj 
výsledné chyby predikcie. 
 
Trieda TestESN zabezpe� uje inicializáciu náhodných váh v sieti, priebeh trénovania, výpo� et 
nového vnútorného stavu siete, výpo� et váh smerujúcich z dynamického rezervoára na 
výstup, výpo� et priebehu testovania a uskladnenie výsledkov chyby do objektu triedy 
SetupESN. Trieda pracuje presne pod� a popisu z kapitoly 3.3 Trénovanie ESN. 

A.3 Generovanie sietí a výpo � et ich parametrov 

Náhodná sie�  
Algoritmus pre generovanie náhodnej siete je nasledujúci. Vstupom je ve� kos�  a o� akávaná 
hustota siete. Následne sa v inciden� nej matici siete ka�dá polo�ka nastaví na jednotku práve 
vtedy, ak pre tento spoj vygenerovaná náhodná hodnota z intervalu (0, 1) bola menšia ako 
po�adovaná hustota siete. 

Aristokratická sie�  
Vstupom je ve� kos�  siete a o� akávaný priemerný stupe
  vrcholu k. Ke	 �e pre aristokratickú 
sie�  sa generujú naraz v�dy dve spojenia (spojenie jedným smerom a zárove
  opa� ným 
smerom), vydelí sa stupe
  vrcholu dvomi k = k/2.  
 
Za� ína sa so sie� ou bez spojení s  po� tom vrcholov k. V ka�dom kroku sa najprv vypo� ítajú 
pravdepodobnosti na vytvorenie nového spojenia pre u� existujúce vrcholy tak, �e 
pravdepodobnos�  vzniku spojenia medzi novým vrcholom a u� existujúcim vrcholom je 
podiel aktuálneho stup
 a existujúceho vrcholu a všetkých existujúcich prepojení v sieti. 
Následne sa pridá nový vrchol a pridá sa k obojsmerných spojení medzi ním a u� existujúcimi 
spojeniami nasledujúcim spôsobom:  
 
Zvolíme náhodné � íslo v intervale (0, 1) a od� ítavame z neho jednotlivé pravdepodobnosti 
vzniku spojenia vrcholov, a� kým toto náhodné � íslo nezredukujeme na 0 alebo záporné � íslo. 
Posledný vrchol, ktorého pravdepodobnos�  to zaprí� inila pou�ijeme na vytvorenie spojenia. 
Tento postup opakujeme k krát. 
 
Vrcholy pridávame a� do po�adovanej ve� kosti siete. 

Rovnostárska sie�  s gaussovskou distribúciou vrcholov 
Vstupom je ve� kos�  siete n, stupe
  vrcholu k, pravdepodobnos�  vytvorenia spojenia p a po� et 
vytvorených skratiek s. Prvým krokom je vytvorenie siete s lokálnymi prepojeniami. Tá sa 
vytvorí takto: Pre ka�dý vrchol siete sa najprv ur� í aktuálny stupe
  tak, �e pre i =  0 a� k sa 
aktuálny stupe
  vrcholu zvýši o jedna, ak náhodne generované � íslo randomi je menšie ako 
pravdepodobnos�  p. To znamená, �e ak je pravdepodobnos�  p rovná napr. 0,5, tak sa 
v priemere vytvorí 0,5k prepojení na vrchol. Ke	  u� máme ur� ený stupe
  vrcholu, vytvoríme 
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zodpovedajúci po� et prepojení na susedné vrcholy, pri� om vrcholy sú umiestnené na kru�nici 
a susedné vrcholy pre spojenia vyberáme na strieda� ku z obidvoch strán. V takto vytvorenej 
sieti s lokálnymi prepojeniami nahradíme s lokálnych spojení skratkami. Pre ka�dú skratku 
najprv náhodne zvolíme zdrojový a cie� ový vrchol. Ak medzi nimi spojenie neexistuje, 
vytvoríme medzi nimi skratku, ktorou nahradíme prvé nájdené prepojenie smerujúce zo 
zdrojového vrcholu. Ak spojenie medzi vrcholmi u� existuje, opakujeme náhodnú vo� bu 
zdrojového a cie� ového vrcholu. Kon� íme v momente, ke	  u� máme vytvorených s skratiek. 

Sie�  s lokálnymi prepojeniami 
Sie�  s lokálnymi prepojeniami generujeme rovnako ako v prípade rovnostárskej siete s tým 
rozdielom, �e v tomto prípade sú vrcholy rozmiestnené nie na kru�nici ale na ploche a do 
siete nevkladáme �iadne skratky. Ka�dý vrchol má svoje celo� íselné súradnice a susedia sú 
volení pod� a ve� kosti rozdielu týchto súradníc. 

Výpo� et hustoty siete 
Hustota siete sa vypo� íta ako suma nenulových prvkov v inciden� nej matici predelená po� tom 
všetkých prvkov v matici. 

Výpo� et koeficientu klasterizácie 
Najprv sa vypo� íta koeficient klasterizácie pre ka�dý vrchol osobitne takto: Pre vrchol sa 
vytvorí podgraf, v ktorom sú iba vrcholy na ktoré existuje z vrcholu vychádzajúce spojenie. 
V tomto podgrafe sa vypo� íta špeciálna hustota, do ktorej podielu nie sú zapo� ítavané 
spojenia smerujúce z vrcholov na samých seba, teda diagonálne hodnoty v inciden� nej matici 
sa nezapo� ítavajú ani do delenca ani do delite� a. Takto vypo� ítaná hustota je koeficient 
klasterizácie zvoleného vrcholu, pre ktorý sme vytvárali podgraf. 
 
Koeficient klasterizácie siete sa vypo� íta ako priemer koeficientov klasterizácie jednotlivých 
vrcholov. 

Výpo� et priemernej vzdialenosti vrcholov v sieti 
Na výpo� et priemernej vzdialenosti vrcholov v sieti bol pou�itý princíp preh� adávania do 
h�bky, ktorý vyu�íva vlastnos�  inciden� nej matice, ktorú ke	  vynásobíme samú sebou, budú 
v matici nenulové prvky práve na miestach, kde existuje prepojenie vrcholov na dva kroky. 
Ak túto maticu vynásobíme pôvodnou inciden� nou maticou ešte raz, dostaneme nenulové 
hodnoty na miestach matice, kde existujú prepojenia s d��kou práve tri, at	 . Preto si 
vytvoríme 	 alšiu maticu lengths, do ktorej budeme uklada�  minimálne cesty medzi 
jednotlivými vrcholmi. Následne prechádzame p = 1 násobok inciden� nej matice a všade, kde 
je nenulová hodnota v uvedenej matici a zárove
  nulová hodnota v matici lengths, zapíšeme 
aktuálnu d��ku cesty p do matice lengths. � alším krokom je zvýšenie násobku inciden� nej 
matice a zvolenie p = p + 1. Tento postup opakujeme pokia�  nastáva aspo
  jeden zápis do 
matice lengths. Ak je potom v matici lengths nula aj niekde inde ako na diagonále, znamená 
to, �e sie�  bola zlo�ená z nespojených podsietí a priemerná vzdialenos�  vrcholov sa nedá 
vypo� íta� . Tento prípad ale kvôli neu�ito� nosti neuva�ujeme a výslednú priemernú 
vzdialenos�  vrcholov vypo� ítame ako sumu všetkých prvkov lengths predelenú ich po� tom. 
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Príloha B Pou�ívate � ská príru � ka 

B.1 Inštalácia programu 
Inštalácia programu prebieha pomocou inštala� ného programu a je plne automatická. Spúš� a 
sa súborom setup.exe umiestneného na dátovom disku v adresári install. Inštalova�  sa 
odporú� a s právami administrátora. Inštalácia sama zistí, � i je potrebné doinštalova�  .NET 
Framework 2.0, ktorý je potrebný na beh programu. Balí� ek s frameworkom sa nachádza tie� 
v inštala� nom adresári. Pri otázke, � i chcete inštalova�  nepodpísaný program, je potrebné 
odpoveda�  kladne. Po úspešnej inštalácií sa odkaz na program vlo�í do štartovacieho menu 
pod menom MyEchoStatesNets\MyEchoStatesNets a program sa spustí. 

B.2 Pou�itie programu 
Program je tvorený jedným pou�ívate� ským formulárom a výstupným textovým oknom 
v ktorom sa zobrazuje aktuálny stav programu a výsledky niektorých experimentov. Na 
obrázku B.1 je zobrazené hlavné okno programu. 
 

 
Obr. B.1 Formulárové okno programu 
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B.2.1 Panel s vo � bou siete pre dynamický rezervoár 
V hornej � avej � asti formulára sa nachádza panel na vo� bu a generovanie siete pre dynamický 
rezervoár. Panel je zobrazený na obr. B.2.  
 

 
 

Obr. B.2 Panel s vo� bou siete pre dynamický rezervoár 
 

Je mo�né zvoli�  jeden typ siete z dostupných:  
 

·  Full – plná sie� ,  
·  Grid2D – 2D mrie�ka,  
·  Grid3D – 3D mrie�ka,  
·  Grid4D – 4D mrie�ka,  
·  Local – sie�  s lokálnymi prepojeniami,  
·  Random – náhodná sie� ,  
·  SWN Barabasi-Albert – aristokratická SWN,  
·  SWN Watts-Strogatz – rovnostárska SWN. 

 
V textovom poli Network Size sa ur� uje ve� kos�  vytváranej siete. Pre siete s lokálnymi 
prepojeniami, náhodné siete, aristokratické a rovnostárske SWN je mo�né zvoli�  po�adovaný 
priemerný stupe
  vrcholu v poli Node Degree. Pre náhodnú sie�  je mo�né zvoli�  po�adovanú 
hustotu siete v poli Density for Random Net. Náhodná sie�  sa generuje bu	  pod� a zvoleného 
stup
 a alebo pod� a zvolenej hustoty siete. To, ktorý údaj sa pou�ije na generovanie sa volí 
v polí� ku ved� a vo� by Random ozna� eným slovom use. Mo�né vo� by sú Degree alebo 
Density. 
 
Zaškrtávacie polia: 
 

·  Set Density from actual network po zaškrtnutí spôsobí, �e pri ka�dom generovaní siete 
sa polí� ko Density for Random Net automaticky nastaví na aktuálnu hustotu 
vygenerovanej siete a je tak mo�né generova�  náhodnú sie�  s rovnakou hustotou. 

·  Show Clustering Coefficient zapína výpo� et a zobrazenie koeficientu klasterizácie po 
vygenerovaní siete. 
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·  Show Average Path Length zapína výpo� et a zobrazenie priemernej vzdialenosti 
vrcholov v sieti. 

·  Show Degree Distribution zapína zobrazenie distribúcie stup
 a vrcholov pre aktuálnu 
sie� . 

 
Sie�  so zvolenými parametrami sa vygeneruje po stla� ení tla� idla Create Network. 

B.2.2 Vo� ba úlohy na trénovanie a testovanie 
Na obrázku B.3 je zobrazený detail panelu pre vo� bu úlohy. Je mo�né zvoli�  jednu z troch 
úloh: Sin, Mackey-Glass, Laser. Tla� idlom Show Sequence je mo�né v textovom okne 
zobrazi�  postupnos�  s po� tom krokov pod� a po� a Length. Polí� ko Tanh-ed ur� uje, � i bude na 
postupnos�  aplikovaná funkcia tanh, tak ako to je pri výstupe z ESN alebo nie. 
 

 
 

Obr. B.3 Vo� ba úlohy 

B.2.3 Nastavenie parametrov ESN a spustenie trénova nia a testovania 
Obrázok B.4 zobrazuje panel s vo� bami nastavenia parametrov ESN. 
 

 
 

Obr. B.4 Nastavenie parametrov ESN 
 
Parametre, ktoré je mo�né nastavi� : 
 

·  Init Timesteps – po� et krokov inicializácie 
·  Training Timesteps – po� et trénovacích krokov 
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·  Testing Timesteps – po� et testovacích krokov 
·  Spectral Radius of DR – spektrálny rádius matice DR, škálovací koeficient 
·  Training Noise – trénovací šum 
·  Leaky Integrator Neurons – nastavenia pre pou�itie neurónov s plynúcou integráciou 

o Time Constant – � asová konštanta 
o Decay Rate – konštanta oslabenia 

 
Vkladané � ísla musia zodpoveda�  zápisu pre lokalizáciu nastavenú v opera� nom systéme. To 
znamená, �e pri slovenskej lokalizácii je potrebné odde� ova�  desatinné miesta � iarkou. 
V inom prípade program zobrazí výnimku (po ktorej je mo�né pokra� ova�  v práci). 
 
Tla� idlom Train and Test ESN sa spustí najprv generovanie novej siete pod� a zvolených 
nastavení v paneli s vo� bou siete pre DR a potom aj samotné trénovanie a testovanie s úlohou 
zvolenou v paneli s vo� bou úloh. Výsledky testovania sa zobrazia v textovom okne. 

B.2.4 Dopl � ujúce nastavenia 
Program obsahuje ešte dopl
 ujúce mo�nosti nastavenia, ktoré sú prístupné po pravej strane od 
panelu nastavenia parametrov ESN. Tieto nastavenia sú zobrazené na obrázku B.5. 
 

 
 

Obr. B.5 Dopl
 ujúce nastavenia 
 
Tla� idlo s textom Set default values in ESN for selected training sequence po stla� ení nastaví 
prednastavené parametre pre zvolený druh úlohy. Ak máme napríklad zvolenú úlohu sínus, 
nastavia sa parametre v polí� kach nastavenia parametrov ESN pre trénovanie tejto úlohy. Pre 
úlohu Mackey-Glass sa nastavia iné parametre a pre úlohu Laser tie� iné parametre. 
 
� alšie polí� ka znamenajú: 
 

·  Show Training MSE – po natrénovani ESN sa vypíše do textového okna MSE 
trénovania 

·  Show Testing MSE – po testovaní ESN sa vypíše do textového okna MSE testovania 
·  Show Testing Error – zobrazí pre ka�dý testovací krok odchýlku od originálnej 

postupnosti 

B.2.5 Kompletné testovanie 
Na obrázku B.6 je zobrazený panel s tla� idlom Full Test, ktorým sa spúš� a kompletné 
testovanie úlohy (vopred vybranej na paneli pre vo� bu úlohy) pre všetky typy siete a všetky 
ve� kosti siete. Nastavenia ESN sú pre ka�dú úlohu pevne zvolené v programe. Tla� idlom 
Density Test sa pre vybranú úlohu spustí test, v ktorom sa postupne mení hustota štyroch 
typov sietí s ve� kos� ou dynamického rezervoára 196 neurónov pre vytvorenie grafu z kapitoly 
6.3.4, kde sú výsledky tohto testu pre úlohu predikcie funkcie sínus. 
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Obr. B.6 Panel kompletného testovania 
 
Textová polo�ka Number Of Runs ur� uje po� et opakovaní ka�dej úlohy pre následný výpo� et 
priemerných hodnôt logaritmu chyby a MSE. Polí� ko Skip umo�
 uje po vo� be � ísla 1 a� 10 
vynecha�  isté � asti testov a za� a�  testovanie priamo pre vä� šie siete. To znamená, �e máme 
mo�nos�  spusti�  uvedený program na viacerých po� íta� och. V prípade, �e na ka�dom po� íta� i 
zvolíme inú hodnotu Skip, bude ka�dý po� íta�  rieši�  iné úlohy a zbieranie výsledkov sa tak 
zrýchli. Ka�dé � íslo v rozmedzí 1 a� 10 znamená pribli�ne 4 a� 5 hodín výpo� tov. Tla� idlo 
Working Directory otvorí nové okno s obsahom aktuálne pou�ívaného adresára kam program 
zapisuje výsledky. Je tak mo�né okam�ite tieto výsledky prehliada� , prípadne kopírova� .  
 
V textovom okne sa zobrazuje priebe�ný stav trénovania a testovania. Výstupné textové 
súbory obsahujú zrozumite� ne popísané polo�ky s výsledkami trénovania a testovania: 
 

·  dátum a � as testu 
·  typ úlohy 
·  ve� kos�  dynamického rezervoára 
·  typ pou�itej siete v DR 
·  hustota siete 
·  predvolený stupe
  vrcholu (táto hodnota má zmysel iba pri sie� ach, ktoré sú pod� a nej 

generované, teda pre siete SWN, siete s lokálnymi prepojeniami a náhodné siete) 
·  po� et prepojení v sieti 
·  po� et spustení testu 
·  MSE hodnoty pre ka�dý krok testovania 
·  Priemerný rád chyby pre ka�dý krok testovania 
·  absolútne chyby pre najlepšiu ESN v danej stovke pre ka�dý krok testovania 
·  chyby pre najlepšiu ESN v danej stovke pre ka�dý krok testovania 

B.2.6 Riadenie výpo � tového vlákna 
Program pou�íva pre výpo� ty špeciálne vytvorené vlákno, tak aby sa neblokovalo pou�itie 
pou�ívate� ského prostredia. Beh tohto vlákna sa dá riadi�  pomocou tla� idiel Pause a Stop, 
zobrazených na obrázku B.7. Tieto tla� idlá sa aktivujú iba v prípade, �e vlákno be�í. Po jeho 
skon� ení sa opä�  deaktivujú. 
 

 
 

Obr. B.7 Riadenie výpo� tového vlákna 
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Príloha C Štruktúra dátového disku 

V hlavnom adresári média sú ulo�ené dva súbory. Je to text diplomovej práce v dvoch 
verziách: 

·  ����������	
��
�
���������	
�� vo formáte Microsoft Word 2003�
·  ����������	
��
�
����������	�  vo formáte Adobe PDF�

 

Dátový disk 	 alej obsahuje nasledujúcu adresárovú štruktúru (niektoré podadresáre boli 
vynechané): 

� �����
�����  

Adresár obsahuje výsledky vykonaných experimentov spomínaných v práci vo 
formáte Microsoft Excel 2007. Tieto súbory obsahujú aj grafy pou�ité v tejto práci. �

������
�����������  

Adresár obsahuje výstupné textové súbory programu z testu predikcie pre postupnos�  
kolísania výkonnosti lasera. 

������
�������������������

Adresár obsahuje výstupné textové súbory programu z testu predikcie systému 
Mackey-Glass. 

������
�������
�  

Adresár obsahuje výstupné textové súbory programu z testu predikcie funkcie sínus. 

������
�������
������
�������

Adresár obsahuje výstupné textové súbory programu z testu predikcie funkcie sínus 
pri pou�ití 196 neurónového dynamického rezervoára a nastavení rôznej hustoty DR. 

� 
�������

Adresár obsahuje inštala� né súbory vytvoreného programu na predikciu pomocou 
ESN. Inštaláciu spustíme súborom setup.exe.�

� �
���������

Adresár obsahuje pou�itú literatúru v elektronickej forme rozdelenú medzi echo state 
siete a siete malého sveta. Neobsahuje všetku pou�itú literatúru v tejto práci.�

��
����������� 
�������

Adresár obsahuje pou�itú literatúru s témou echo state sietí vo forme PDF súborov.�

��
���������������!
��	  

Adresár obsahuje pou�itú literatúru s témou sietí malého sveta vo forme PDF súborov.�
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� �
�����

Adresár obsahuje zdrojové kódy vo forme projektov pre vývojové prostredie 
Microsoft Visual Studio 2005. Na� ítanie kompletného programu vo vývojovom 
prostredí docielime otvorením súboru GeneralMatrix.sln v adresári DotNetMatrix.�

��
������
�"������
��

Adresár obsahuje zdrojové kódy kni�nice DotNetMatrix pou�itej na prácu a výpo� ty 
s maticami v projekte, kni�nica je dostupná na webovej adrese 
http://www.codeproject.com/csharp/psdotnetmatrix.asp. 

��
�������#� 
������"���  

Adresár obsahuje zdrojové súbory samotného programu na predikciu s ESN.�

 


